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摘　要: 随着大数据和人工智能的发展, 将人工处理专利的方式转换为自动化处理成为可能. 本文结合卷积神经网

络 (CNN)提取局部特征和双向长短记忆神经网络 (BiLSTM)序列化提取全局特征的优势, 在 BiLSTM隐藏层引入

注意力机制 (Attention 机制), 提出了针对中文专利文本数据的 BiLSTM_ATT_CNN 组合模型. 通过设计多组对比

实验, 验证了 BiLSTM_ATT_CNN组合模型提升了中文专利文本分类的准确率.
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Abstract: With the development of big data and artificial intelligence, it is possible to transform the manual processing of
patents into automated processing. In this study, combined with the advantages of Convolutional Neural Network (CNN)
to extract local features and Two-way Long and Short Term Memory neural network (BiLSTM) to serialize and extract
global features, the attention mechanism is introduced in the hidden layer of BiLSTM, and a BiLSTM_ATT_CNN
combination model for Chinese patent text data is proposed. The BiLSTM_ATT_CNN combined model improves the
accuracy of Chinese patent text classification by designing multiple comparison experiments.
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如今科技成为衡量一个国家实力水平的重要标准,

而专利文献中包含大量的创新发明, 企业可以通过利

用专利中的创新发明, 减少研发周期. 为了有效利用专

利文献中的关键信息, 易于管理专利, 对专利分类成为

必不可少的一步. 目前, 我国使用国际专利分类 (IPC)

体系, IPC 分类体系共有 5 个级别和 7 万类, 是一个多

层次多标签的分类系统[1]. 专利作为科技类的文献, 有

极强的专业性, 但是在底层类别之间的相似度很高, 需

要对该领域知识较为熟悉, 才能给专利赋予较为合理

的分类号[2], 随着计算机技术和人工智能的发展, 人们

开始关注如何使用计算机协助人工进行半自动化或自

动化的专利文本分类, 本文采用深度学习的方法进行

中文专利文本分类.

1   相关工作

传统的文本分类多采用机器学习算法, 如 K 近邻

算法 (KNN)、朴素贝叶斯 (Naive Bayesian) 和支持向

量机 (SVM) 等, 但这些机器学习算法需要人工提取文

本特征, 而文本特征提取的质量和文本分类的准确度

有密切关系[3], 另外人工提取特征费时费力, 还不能确
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保所提取特征的准确性和全面性.
目前, 随着深度学习的发展, 专家学者们十分重视

深度学习在文本分类领域上的应用, 主要方法有卷积

神经网络 (CNN)、循环神经网络 (RNN)和长短时记忆

网络 (LSTM)等. 其中 CNN可以通过卷积和池化过程

对文本进行局部特征提取, 由人工设置卷积核大小和

个数, 实现权值共享. Kim[4] 采用预先训练好的词向量

作为 CNN 模型的输入, 使用 CNN 的卷积和池化过程

对句子信息进行 n-gram 特征抽取, 结果表明 CNN 对

文本的特征提取效果良好, 得到了较优的文本分类结

果. RNN 是一种序列模型, 能够提取上下文数据, 但是

在长序列或复杂的文本中易出现梯度消失和梯度爆炸

问题, 专家们在 RNN的基础上提出改进算法, 如 LSTM.
Rao 等[5] 通过使用 LSTM 捕捉上下文中的依赖关系,
获得较好的文本特征信息, 提高了分类准确率. 而 GRU
是基于 LSTM 的一种改进, 方炯焜等[6] 在使用 GloVe
词向量化的基础上, 利用 GRU 神经网络模型进行训

练, 结果证明该算法对提高文本分类性能有较明显的

作用. 另外为了更好的提取文本特征, 引入注意力机制

(Attention机制), 张冲[7] 提出 Attention-Based LSTM模

型用于提取特征, 其中 LSTM模型解决了传统 RNN的

梯度消失的问题, 同时通过 Attention-Based 减少特征

向量提取过程中的信息丢失和信息冗余. 还有专家学

者提出, 将多个学习模型结合起来, 利用模型优势互补

原则, 提升分类性能, 例如 Lai 等[8] 通过结合 CNN 和

RNN 模型, 提出了 RCNN 混合模型, 获得了非常好的

分类效果. 李洋等[9] 将 CNN提取的文本局部特征和双

向 LSTM 提取的文本全局特征进行特征融合, 解决了

CNN 忽略上下文语义信息, 又避免了 RNN 梯度消失

和梯度爆炸问题.
在专利文本分类上, 马建红等[10] 在进行专利文本

分类时, 从挖掘专利与效应对应关系的角度出发, 提出

利用基于 Attention 机制的双向 LSTM 模型训练专利

语料, 得到专类所属的效应. 余本功等[11] 提出一种双通

道特征融合的专利文本自动分类, 将文本专利分别映

射为 Word2Vec 词向量序列和 POS 词性序列, 分别使

用这两种特征通道训练WPOS-GRU模型, 该方法节省

了大量的人力成本, 并提高了专利文本分类的准确度.
胡杰等[12] 利用 CNN 进行专利文本特征提取, 结合随

机森林作为分类器, 相对对于单一算法模型, 提高了专

利文本的分类准确度. 通过研究, 本文针对计算机领域

的中文专利文本, 提出将基于注意力机制的双向长短

期记忆网络 (BiLSTM)和卷积神经网络 (CNN)组合的

方法, 设计了 BiLSTM_ATT_CNN模型, 并对该模型在

专利文本数据进行训练学习. 实验结果表明, 该模型在

一定程度上提高了中文专利文本分类的准确率.

2   方法

2.1   专利文本预处理

文本预处理过程主要工作是对数据集进行分词操

作. 目前, 国内一些专家开发出效果较好的现代分词系

统, 主要有结巴分词、盘古分词 NLPIR、语言云、搜

狗分词、Boson NLP 分词系统、IKAnalyzer、中国科

学院计算所汉语词法分析系统 ICTCLAS 等[13].
本文使用基于隐马尔科夫算法的结巴分词器进行

分词, 目前结巴分词有 4 种模式, 精确模式、全模式、

搜索引擎模式和 paddle 模式, 本文采用结巴分词的全

模式. 在专利摘要文本中, 相比于其他文本数据, 语言

较为领域化专业化, 而且专业术语设计的较多, 传统方

法对专业术语词不能进行很好的覆盖, 当出现新的专

业术语时, 需要重新计算特征向量. 再者专利中专业术

语较多, 在调用已有的分词系统进行分词时, 专业术语

词往往是会被分开的. 为了尽量避免这些情况, 本文将

专利文本摘要中的关键字提取出来, 建立一个领域词

典, 添加到已有的分词系统的词典中, 来减少分词不准

确带来的误差. 分词后的词集中, 有很多像“我们”、
“这样”、“之后”等这样没有实际意义的词, 这些词对分

类没有贡献, 甚至影响文本分类的准确性, 在此利用停

用词表来去除文本的停用词.
2.2   专利文本表征

词语是人类的抽象总结, 是符号形式的 (比如中

文、英文、拉丁文等), 在文本处理时需要把词语转换

成数值形式. 2013年Mikolov等[14] 提出词向量概念, 使
得自然语言处理方向有了 word embedding, 即词嵌入.
Word2Vec就是词嵌入的一种, 相较于传统 NLP的高维、

稀疏的表示法 (One-hot Representation), Word2Vec 利
用了词的上下文信息, 语义信息更加丰富. Word2Vec
可以将初始特征词映射到实数低维向量, 避免了传统

词袋模型词向量维度过大的问题, 并且在词向量生成

过程中, 用向量空间里的向量运算来代替对文本内容

的处理, 结合了词的上下文内容, 提供含有语义信息的

词向量. 一般分为 CBOW (Continuous Bag-Of-Words)
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与 Skip-gram 两种模型. CBOW 模型的训练输入是某

一个特征词的上下文相关的词对应的词向量, 而输出

就是这特定的一个词的词向量 .  Skip-gram 模型和

CBOW 的思路是相反的, 即输入是特定的一个词的词

向量, 而输出是特定词对应的上下文词向量. CBOW对

小型数据库比较合适, 而 Skip-gram在大型语料中表现

更好. 本文利用 Google 开源推出的Word2Vec 工具包,
选用 Skip-gram 模型, 使用 Python 语言实现了词向量

化. 由于数据集是由专利文本的题目、摘要、主权项

和分类号组成, 不能保证各样本数据的长度统一, 采用

padding 机制, 经实验验证, 将词向量长度设为 100, 样

本数据长度固定为 400时, 分类效果较好.
2.3   分类模型

2.3.1    BiLSTM_ATT模型

ft it ot

ct

ht ft

it

ot

ct

循环神经网络 (RNN) 可以获取全局的特征信息,
但是存在梯度消失和梯度爆炸问题. 而长短期记忆神

经网络 (LSTM)可以避免这个问题, 作为 RNN的一种

改进模型, LSTM 不仅涵盖了 RNN 的优点, 还具有更

强的记忆能力. LSTM 模型的基本神经元是由记忆单

元和遗忘门 , 记忆门 和输出门 这 3种门组成, 记忆

单元是自连接单元, 能够记忆远距离上下文信息, 而这

3 种门共同决定如何更新当前记忆单元 和当前隐藏

状态 . 遗忘门 , 可以看作是一个控制来自旧记忆细

胞的信息会被丢弃到什么程度的函数; 记忆门 , 控制

有多少新信息要存储在当前的存储单元中; 输出门 ,
根据存储单元 控制要输出什么.

LSTM转换函数定义如下:
xt

ht−1 xt

σ

Wi bi

输入数据为通过使用 Word2Vec 得到的词向量 ,

维度为 K=100, 记忆门由隐藏状态 和输入 计算得

到, 其中 是逻辑函数 Sigmoid, 输出值在 0 到 1 之间,
是权重矩阵,  是偏置项, 计算公式如式 (1):

it = σ (Wi. [ht−1, xt]+bi) (1)

ht−1 xt

W f b f

遗忘门也是由隐藏状态 和输入 计算得到, 其
中 是权重矩阵,  是偏置项, 计算公式如式 (2):

ft = σ
(
W f . [ht−1, xt]+b f

)
(2)

qt

tanh ⊙
式 (3) 中,  为临时记忆状态, 记忆单元更新计算公式

如式 (4),  表示输出为 [–1, 1]的双曲切线函数,  表

示元素间的乘法:

qt = tanh(Wa · [ht−1, xt]+ba) (3)

ct = ft ⊙ ct−1+ it ⊙qt (4)

Wo bo输出门计算公式如式 (5), 其中 是权重,  是偏

置项:

ot = σ (WO [ht−1, xt]+bo) (5)

ht−1 = ot ∗ tanh(Ct) (6)

传统的 LSTM 只在一个方向上读取样本数据, 从
前往后或者从后往前, 为了更好提取文本语义, 需要考

虑到文本词语的语境含义, 本文采用基于 LSTM 的改

进的双向长短时记忆网络 (BiLSTM), 即同时从前往后

和从后往前读取文本数据, 可以进一步增强语义对上

下文的依赖程度.
在专利文本数据中, 有很多词是无足轻重的, 但是

在前期的去停用词时没有将其全部去掉, 使得对分类

影响大的词语融汇在大量词汇中, 减弱了其对分类的

影响程度, 另外, BiLSTM 模型不能将专利文本中对分

类重要的词语标记出来, 而且其隐藏层会损失一定的

前文信息, 而注意力 (Attention) 机制能够很好的改善

这个问题[15,16]. Attention 机制可以根据该词包含的语

义信息和对文本分类的重要程度, 进行分配不同的权

值, 进而减弱数据稀疏性, 提高文本分类的准确性. 本
文在 BiLSTM模型的隐藏层添加 Attention机制, 对隐

藏层输出的特征向量赋予不同注意力分配值, 把注意

力集中到对分类任务较重要的词语上, 进一步提高专

利文本分类的准确率. BiLSTM_ATT结构如图 1所示.
 

x1 x2 xn

LSTM

LSTM

LSTM LSTM

LSTM LSTM

h1 h2 …

…

…

…

hn

h

a1 a2 an…

T

 
图 1    BiLSTM_ATT模型结构图

 

X = {x1, x2, · · · , xn}

由图 1 可知, BiLSTM_ATT 模型主要由输入层、

前向 LSTM、后向 LSTM、注意力计算层组成. 中文

专利文本经过预处理后, 将词语输入到词向量模型中,
本文使用 Word2Vec 工具, 输入层的中文专利文本数

据表示为 , 专利文本有 n 个词语, 分
别作为输入数据, 进入前向 LSTM和后向 LSTM, 得到
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−→
hi

←−
hi H =

{h1,h2, · · · ,hn}

a1,a2, · · · ,an

前向 LSTM隐藏层的输出 和后向 LSTM隐藏层的输

出 , BiLSTM模型隐藏层的输出为这两者之和, 即

, 隐藏层的输出向量维度为 d, 在此 BiLSTM
的隐藏层上引入Attention机制, 注意力计算公式如式 (7),
得到注意力分配值分别为 .

score(h̄,hi) = wT tanh(Ah̄+Bhi+bi) (7)

ai =
exp(score(h,hi))∑
j

exp(score(h,h j))
(8)

T =
n∑

i=0

aihi (9)

hi h

hi

bi

其中,  为第 i 个隐藏层的输出值,  为专利文本向量,
式 (7) 表示 所占专利文本向量的注意力权重, w, A,
B 为权值矩阵,  为偏置项. 再将注意力权重通过 Softmax
函数进行概率化, 如式 (8), 得到注意力分布值. 最后如

式 (9) 将隐藏层输出值和注意力分布值进行点乘、累

加, 得到中文专利文本的特征向量矩阵 T.
2.3.2    CNN模型

x

本文利用 BiLSTM_ ATT 模型可以获取文本上下

文的全局特征矩阵, 但是无法体现专利文本局部特征,
故采用卷积神经网络 (CNN)和 BiLSTM_ ATT模型进

行组合. 将 BiLSTM_ ATT模型获得的文本信息特征向

量和原始文本的词向量 进行首尾连接作为 CNN 的

输入, 该输入包含原始的专利文本信息, 又包含经过

BiLSTM_ ATT 模型提取的全局特征. 利用 CNN 对其

进行进一步的局部特征提取 ,  既解决了 BiLSTM_
ATT 模型无法获取专利文本局部特征的问题, 又避免

了 CNN无法提取专利文本上下文语义信息的问题.
具体计算过程如下:

M ∈ RL×d卷积层的输入为 ,  M 表示由 BiLSTM_
ATT 模型获得的专利文本特征向量和原始文本的向

量 x 连接得到的新专利文本向量, R 表示新专利文本向

量的集合, d 是词向量维度大小为 K+K1, L 是新专利文

本向量的长度.
m×d使用大小为 的卷积核 w 对输入的新专利文

本向量 M 进行卷积操作, 计算公式如式 (10).

ci ∈ f (w×Mi,i+m+1+b) (10)

Mi,i+m+1 i+m+1式中,  表示在 M 的第 i 行到第 行之间进

行提取局部特征, f 是一个非线性转换函数, 又称激活

函数, 本文采用 ReLU 作为激活函数, 表示卷积过程,

b 表示偏置项.

ci

将特征映射进行列连接, 得到对该样本的特征矩

阵 W,  是由第 i 个卷积核生成的特征映射, 计算公式

如式 (11):

W = [c1,c2, · · · ,cL−m+1] (11)

在卷积神经网络中一般会采用 max-pooling 或者

动态的 k-max-pooling 等池化函数对卷积后的特征映

射进行池化, 相当于降采样, 池化层可以减小数据空间

大小 ,  在一定程度上控制过拟合 .  本文采用 k-max-
pooling, 从卷积层提取的文本特征中选取 k 个对分类

最重要的文本特征, 并进行拼接, 计算公式为式 (12),

式 (13)为全连接层.

H =max(c1,c2, · · · ,cL−m+1) =max{C1,C2, · · · ,Ck} (12)

V = {H1,H2, · · · ,HL} (13)

2.3.3    BiLSTM_ATT_CNN模型

本文设计了 BiLSTM_ATT_CNN模型用来实现专

利文本分类, 其中, BiLSTM_ATT模型不仅可以考虑上

下文信息, 在隐藏层添加的注意力机制, 还可以为词语

分配不同的注意力分布概率值, 有效地防止信息丢失.
同时, 利用 CNN模型能够捕获空间或时间结构的局部

关系的优势, 进一步提取专利文本的局部特征. 该模型

共分为 5层, 输入层、BiLSTM_ATT层、CNN层、全

连接层、分类层. BiLSTM_ATT_CNN组合模型结构如

图 2所示.
 

Softmax 层

全连接层

BiLSTM_ATT 模型

CNN 模型

输入

输出

文本数据预处理

 
图 2    BiLSTM_ATT_CNN模型结构图
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第 1 层为输入层, 主要功能是将专利文本数据进

行分词和词向量化, 首先利用结巴分词系统将专利文

本数据进行分词, 并去除停用词, 然后利用 Word2Vec
进行词向量化. 专利文本格式: “专利题目”+“摘要”+
“主权项”, “分类号”.

第 2层为 BiLSTM_ATT层, LSTM具有学习序列

数据的能力, 还避免了 RNN模型的梯度爆炸和消失问

题, 而 BiLSTM由正向 LSTM和反向 LSTM组合而成,
可以更好的捕捉双向的语义依赖 .  并在隐藏层加入

Attention 机制, 减弱数据稀疏性而造成重要信息的损

失. 另外, 采用 L2正则化方法防止过拟合.
第 3层为连接层, 将 BiLSTM_ATT层的输出和输

入层的输出进行首尾连接, 作为 CNN 层的输入, 可以

使得文本特征信息更为丰富.
第 4 层为 CNN 层, CNN 层可以从大量的训练数

据中自动学习, 捕获空间、时间结构的局部特征, 将连

接层的输出作为输入, 通过 CNN的卷积层进行特征提

取, 并在池化层采用 k-max-pooling 进行下采样, 并添

加全连接层.
第 5 层为分类层, 采用 Softmax 函数实现专利文

本分类, 为了防止模型过拟合, 在 Softmax层采用Dropout
策略和 L2 正则化策略, 最后将结果输出, 并保存于数

据库中.

3   实验

3.1   实验数据

本文数据来源于 SOOPAT 的公开数据, 针对较为

熟悉的计算机领域, 采用 Python编程语言, 利用 requests、
beautifulsoup 和 selenium 等库, 进行爬虫获取样本数

据, 从中整理得到训练数据和测试数据. 同时考虑到数

据的均衡性, 计算机领域专利主要集中在 G部, 爬取的

专利文本数据为 G06K3/02、G07B1/02、G08G1/01、
G09B5/08 和 G11B5/012 这 5 类别, 各 2000 条专利文

本数据. 其中 1800条作为训练数据, 200条作为测试数

据, 训练数据和测试数据不重合.
专利文本数据包括专利题目、摘要、主权项、正

文、主分类号等文本, 其中摘要和主权项中包含了专

利的核心内容, 阅读者通过阅读专利摘要和主权项就

可以对该专利的类别有所把握, 所以本文采用专利的

题目、摘要、主权项和主分类号这 4部分内容作为样

本数据, 数据格式图 3所示.

 
图 3    专利文本数据格式

 

3.2   实验设计

本文采用准确率、召回率和 F1 测量值作为评估

指标. a 表示正确分类的样本数, b 表示错误分类的样

本数, c 表示属于该类别却被错误分类的样本数. 其中,
准确率 p 为正确分类的样本数和所有样本和之比. 准
确率越高, 说明分类越准确, 如式 (14).

p =
a

a+b
(14)

召回率 r 表示为样本中的正例被预测正确, 即正

确分类的样本数与该类实际样本数的比值. 召回率越

高, 说明在该类上预测时漏掉的样本越少, 如式 (15).

r =
a

a+ c
(15)

F1 值是将召回率和准确率综合考虑, 用于评价模

型的总体性能, 计算公式如式 (16).

F1 =
2pr
p+ r

(16)

本文采用自主设计了一个文本分类系统, 基于 Druid
实现文本数据的分布式列存储, 通过 Zookeeper对集群

进行管理, 使用 Superset 对文本数据进行可视化展示.
首先通过系统从 Druid 中读取相关数据, 进行数据预

处理, 在预处理阶段将专利文本数据进行分词, 去停用

词, 使用Word2Vec方法进行词向量化. 之后调用本文

提出的 BiLSTM_ATT_CNN 模型, 采用 mini-batch 的

梯度下降方法进行训练学习, 避免了批量梯度下降收

敛速度慢和随机梯度下降法容易收敛到局部最优解的

现象. 实验中, 每次训练样本数为 64, 样本长度为 400,
能够使文本中包含的代表性的词语较丰富. 在 CNN中,
设置卷积层使用的 4种卷积核窗口尺寸分别为 3, 5, 7,
11, 个数均为 128. 将 BiLSTM_ATT_CNN模型与经典

CNN、LSTM方法相比, 通过训练测试后, 将结果分析

上传保存到 Druid, 并通过 Superset在界面展示.
为说明本文模型的分类效果, 本文使用 BiLSTM_

ATT_CNN 模型的分类结果, 与经典的 CNN、LSTM
分类模型的分类结果进行对比.
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3.3   实验结果和分析

经过多次实验, 结果如表 1所示.
 

表 1     专利文本分类结果比较
 

模型 准确率 召回率 F1值
CNN 0.8812 0.8641 0.8734
LSTM 0.9351 0.9138 0.9203

BiLSTM_ATT_CNN 0.9742 0.9788 0.9786
 
 

由上表结果所示, 在相同的数据集上, 均使用结巴

分词系统进行分词, 使用Word2Vec进行词向量化, 可
以看出 BiLSTM_ATT_CNN 模型要优于传统的 CNN
和 LSTM模型. 原因在于 BiLSTM_ATT模型可以更好

的捕捉双向的语义依赖, Attention 机制减弱数据稀疏

性而造成重要信息的损失. CNN模型可以弥补 BiLSTM_
ATT 模型未能提取的局部特征信息的问题, 从而完善

了专利文本特征提取, 使得分类效果有了一定的提升.

4   结束语

Xi

本文利用 BiLSTM_ATT_CNN 模型进行学习训

练, 首先 BiLSTM_ATT 模型不仅考虑上文信息, 还兼

顾下文信息, 另外, 在其隐层添加注意力机制, 能够计

算历史节点对当前节点的影响力权重, 集注意力分配

概率分布, 有效地防止信息丢失, 进一步优化了特征向

量. CNN 模型能够捕获空间或时间结构的局部关系的

能力, 让其在 BiLSTM_ ATT模型获得的文本信息特征

向量和原始文本的词向量 进行首尾连接的新文本特

征向量上进行训练, 提升了 CNN模型输入层数据的质

量. 从实验结果可以看出, 与单一模型相比, 虽然将

BiLSTM和 CNN模型进行结合, 增加了训练时间增加,
提高了计算成本, 但是 BiLSTM_ATT_CNN 模型对专

利文本分类效果要高于单一模型. 在下一阶段的研究

中, 会集中考虑对新专利进行分类时, 可能会出现一些

全新的词, 在分词时, 可能会因为分词词库中没有该词,
而进行了不恰当的分词, 导致有用信息丢失. 其次, 基
于 IPC 专利分类体系为多级多标签分类, 考虑建立分

层机制进行专利文本分类, 在部、大类、小类前 3 个

级别采用同一个分类器, 在大组和小组级别上, 由于专

利文本相似度的增加, 根据每个级别的类别数和专利

文本数量设计不同的分类器进行训练学习.
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