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摘　要: 为更好发现数据中的复杂规律, 避免核函数选择的盲目性和局部最优等非线性优化问题, 本文提出一种基

于改进灰狼算法优化多核支持向量回归机算法. 首先, 基于全局核函数和局部核函数构建多核支持向量机采油速度

预测模型; 其次, 利用基于云模型和二次插值算法改进灰狼优化算法对核函数权值和参数的选取进行优化; 最后, 应
用灰色关联分析理论确定采油速度影响因素集, 并作为多核支持向量回归机预测模型的输入. 与 6种采油速度预测

方法进行对比, 所提方法具有较好的全局寻优能力和较高的预测率的优点.
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Abstract: In order to find the complex rules in the data, avoid the blindness of kernel function selection and local optimal
nonlinear optimization problems, this study proposes an improved gray wolf algorithm to optimize the multi-core support
vector regression machine algorithm. Firstly, a multi-core SVM oil production speed prediction model is constructed
based on the global kernel function and the local kernel function. Secondly, the gray wolf optimization algorithm is
improved based on the cloud model and the quadratic interpolation algorithm to optimize the selection of the weights and
parameters of the kernel function. Finally, the influencing factors set of oil production speed is determined by the grey
correlation analysis theory and used as the multi-core SVM prediction model. Compared with 6 kinds of prediction
methods of oil production rate, the proposed method has the advantages of better global optimization ability and higher
prediction rate.
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采油速度是衡量油田开发速度和产能的关键指标,

其大小是油藏的年产量与地质储量的比值, 是油田开发

过程中必不可少的生产指标. 储层构造特征和物性特

征、流体性质、井网部署情况、国家政策以及油价都会
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对采油速度产生影响[1]. 采油速度过低会增加生产成本,
采油速度过高可能会导致含水快速上升、驱油效率下降,
因此, 确定油田合理的采油速度对油田高效开发意义重

大. 目前计算合理采油速度的常用方法主要有静态影响因

素分析法、动态影响因素分析法、数值模拟法、类比法、

线性回归法、多元逐步回归法和数理统计等[2,3], 这些预

测方法多是以公式的形式进行表述. 文献 [4] 利用含水

率分流方程, 建立了采油速度与油藏特征、含水率、含

水饱和度及含水上升速度等影响因素的关系表达式, 但
预测效果受限于参与拟合数据的质量. 支持向量回归机

是建立在统计学习理论基础上的学习算法, 与神经网络

等算法相比具有更好的性能[5], 但实际应用中样本数据含

有多源异构信息, 采用单一核函数无法发现数据中隐含

的复杂规律, 进而准确地描述数据的内在特性, 增强决策

函数的可理解性[6]. 已有理论研究及应用表明, 多个核函

数的优化组合代替单个核函数能增强决策函数的可解释

性, 并能使支持向量回归机获取更优的性能[7,8]. 本文提出

基于改进灰狼算法优化多核支持向量回归机模型, 并将

其应用到采油速度预测. 首先应用灰色关联分析理论利

用实际地质数据和开发数据对采油速度影响因素进行重

要性分析, 然后利用历史数据来训练构建的支持向量回

归机模型来完成预测, 使得预测模型既考虑动静态数据,
又能自适应历史数据, 克服了历史拟合数据质量对已有

采油速度预测算法的影响, 具有很好泛化能力和推广前景.

1   多核支持向量回归机原理

φ (x)

f (x) = ω∗φ(x)+b ω

b

ξ ζ

支持向量回归机通过核函数的隐式映射将数据映

射到高维特征空间, 完成样本训练和数据预测. 设 X 是

输入空间, H 是更高维度空间, 存在一个映射  将数

据从 X 映射到 H. 则回归函数为 ,  为

权值变量,  为偏置. 为求解标准 SVR模型引入松弛变

量 和 , 因此新的目标函数就变成:

min
w,b,ξ,ζ

1
2
∥w∥2+C

l∑
i=1

(
ξi+ζi

)

s.t.


yi−w∗φ(xi)−b ≤ ς+ ξi
w∗φ(xi)+b− yi ≤ ς+ ζi
ζi, ξi ≥ 0, i = 1,2, · · · , l

(1)

l C C是样本点的个数,  是惩罚因子,  越大表示整个

优化过程中对于总误差的关注度越高. 采用拉格朗日

对偶将式 (1)转化为对应的拉格朗日目标函数为:

L
(
w,b, ς,ξ, ζ,α∗,α,β∗,β

)
=

1
2
∥ω∥2+C

l∑
i=1

(
ξi+ζi

)
−

l∑
i=1

α∗i
(
ς+ ξi−yi+w∗φ(xi)+b

)
−

l∑
i=1

αi
(
ς+ ζi+yi−w∗φ(xi)−b

)− l∑
i=1

β∗i ∗ ξi−
l∑

i=1

βi ∗ζi

s.t. α∗i ,αi,β
∗
i ,βi ≥ 0, i = 1,2, · · · , l

(2)

α∗,α,β∗,β

s.t.


yi−w∗φ(xi)−b ≤ ς+ ξi
w∗φ(xi)+b− yi ≤ ς+ ζi
α∗i ,αi,β

∗
i ,βi ≥ 0, i = 1,2, · · · , l

其中  是拉格朗日乘子. 由约束条件

可知:

max
α∗,α,β∗,β

L(w,b,α∗,α,β∗,β)=
1
2
∥ω∥2+C

l∑
i=1

(
ξi+ζi

)
则式 (1)可转化为: min

w,b,ξ,ζ
max
α∗,α,β∗,β

L(w,b,α∗,α,β∗,β)

s.t. α∗i ,αi,β
∗
i ,βi ≥ 0, i = 1,2, · · · , l

(3)

式 (3)经过拉格朗日对偶可得: max
α∗,α,β∗,β

min
w,b,ξ,ζ

L(w,b,α∗,α,β∗,β)

s.t. α∗i ,αi,β
∗
i ,βi ≥ 0, i = 1,2, · · · , l

(4)

w,b, ξ, ζ将式 (2) 对 求偏导, 将偏导结果带入式 (2)
可得:

min
w,b,ξ,ζ

L(w,b,α∗,α,β∗,β) = −1
2

l∑
i, j=1

(
α∗i −αi

) (
α∗j −α j

)
φ(xi)φ

(
x j

)
−ς

l∑
i=1

(
α∗i +αi

)
+

l∑
i=1

yi
(
α∗i −αi

)
(5)

将式 (5)带入式 (4)可得:
max
α∗,α
−1

2

l∑
i, j=1

(
α∗i −αi

) (
α∗j −α j

)
φ(xi)φ

(
x j

)
−ς

l∑
i=1

(
α∗i +αi

)
+

l∑
i=1

yi
(
α∗i −αi

)
s.t. 0 ≤ α∗i ,αi ≤C,

l∑
i=1

(
α∗i −αi

)
= 0, i = 1,2, · · · , l

(6)

将式 (6)转化为最小值优化可得:
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min
α∗,α

1
2

l∑
i, j=1

(
α∗i −αi

) (
α∗j −α j

)
φ(xi)φ

(
x j

)
+ς

l∑
i=1

(
α∗i +αi

)
−

l∑
i=1

yi
(
α∗i −αi

)
s.t.


0 ≤ α∗i ,αi ≤C

l∑
i=1

(α∗i −αi) = 0, i = 1,2, · · · , l
(7)

k(xi, x j) = φ(xi)∗φ(x j)令核函数 , 将其带入式 (7)可得:
min
α∗,α

1
2

l∑
i, j=1

(
α∗i −αi

) (
α∗j −α j

)
k
(
xi, x j

)
+ς

l∑
i=1

(
α∗i +αi

)
−

l∑
i=1

yi
(
α∗i −αi

)
s.t. 0 ≤ α∗i ,αi ≤C,

l∑
i=1

(
α∗i −αi

)
= 0, i = 1,2, · · · , l

(8)

预测函数为:

f (x) =
l∑

i=0

(
α∗i −αi

)
k(xi, x)+b (9)

由对称半正定矩阵的性质可得:

K(xi, x j) =
n∑

z=1
kz(xi, x j) K(xi, x j) =

n∏
z=1

kz(xi, x j)

K(xi, x j) λ

或者 ,

仍是核函数. 引入加权系数 , 可令:

K(xi, x j) = λKPoly(xi, x j)+ (1−λ) KRBF(xi, x j)=λ
(
γxT

i x j+ r
)d
+ (1−λ)

(
exp

(
−γ

∥∥∥xi− x j
∥∥∥2

))
(10)

因此多核支持向量机的目标函数为:
min
α∗,α

1
2

l∑
i, j=1

(
α∗i −αi

) (
α∗j −α j

)
K

(
xi , x j

)
+ς

l∑
i=1

(
α∗i +αi

)
−

l∑
i=1

yi
(
α∗

i
−αi

)
s.t. 0 ≤ α∗i ,αi ≤C,

l∑
i=1

(
α∗

i
−αi

)
= 0, i = 1,2, · · · , l

(11)

多核支持向量机的预测函数为:

f (x) =
l∑

i=0

(
α∗i −αi

)
K

(
xi , x j

)
+b (12)

2   改进灰狼优化算法原理

2.1   基本灰狼优化算法

α

β δ

ω α β δ

ω

灰狼优化算法[9](Grey Wolf Optimizer, GWO)的寻

优原理取自于灰狼群体的等级机制和狩猎方式, 捕食

行动由头狼领导, 其它灰狼个体进行围攻. 采用 GWO
求解函数优化问题时,  代表适应值最高的灰狼个体,
和 分别代表两个次优灰狼个体, 其他灰狼个体被定

义为 . 灰狼优化算法寻优时, 由 带领,  和 狼个体从

旁协助, 其余 完成包围、猎捕和攻击行为, 从而寻找

全局最优解.
首先, 灰狼群体通过式 (13)–式 (17)对猎物进行包围.

D =
∣∣∣C ·Xp(t)−X(t)

∣∣∣ (13)

X(t) = Xp(t)−A ·D (14)

A = 2a · r1−a (15)

C = 2 · r2 (16)

a = 2− t ∗ 2
Gmax

(17)

t A C Xp

X

a r1 r2

其中,   表示当前迭代次数,   和 是系数向量,  是食

物的位置向量,  是青蛙的位置向量. Gmax 为最大迭代

次数,  为收敛因子,  和 在 [0, 1]范围内随机取值.
α β δ其次, 由 、 和 狼领导, 灰狼群体通过式 (18)

对猎物进行猎捕.

Dα = |C1 ·Xα(t)−X(t)| ,X1 = Xα−A1 ·Dα

Dβ =
∣∣∣C2 ·Xβ(t)−X(t)

∣∣∣ ,X2 = Xβ−A2 ·Dβ

Dδ = |C3 ·Xδ(t)−X(t)| ,X3 = Xδ−A3 ·Dδ

X(t+1) =
X1+X2+X3

3

(18)

A ≤ 1

A > 1

最后, 灰狼群体完成攻击行为来寻获猎物. 攻击行

为主要通过式 (15) 来实现. 当 时, 灰狼群体对猎

物集中攻击实现局部搜索; 当 灰狼群体分散实现

全局搜索.
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2.2   改进灰狼优化算法

目前 GWO 在许多领域得到了广泛的应用, 如车

辆路径问题[10]、多目标优化[11]、函数优化[12] 和入侵

检测[13] 等. 然而, 灰狼优化算法存在求解精度不高和收

敛速度较慢等不足, 对此, 研究学者多在收敛因子改进

和位置更新方面进行改进[14–19].

(1)基于云模型理论改进收敛因子

A

A

A

Ex En

He

灰狼优化算法存在探索能力 (全局搜索) 和开发

能力 (局部搜索) 两种操作 . 当系数 大于 1 时 , 灰狼

扩大搜索猎物范围进行全局搜索, 而系数 小于 1时,

灰狼会缩小包围圈进行局部搜索 . 根据公式 (15) 可

知, 参数 是由收敛因子 a 决定的, 基本 GWO中 a 由

2线性减小到 0, 但是寻优过程并不是线性的, a 的线

性递减策略不能完全体现出实际的优化搜索过程 ,

本文采用云模型来确定收敛因子 , 摒弃了已有算法

用一条精确曲线作为收敛因子的方式 , 更好的控制

全局搜索与局部搜索之间的能力平衡 , 以便提高算

法的收敛速度和稳定性. 云模型采用期望 , 熵 和

超熵 这 3 个数字特征来表示 . 通过以下步骤计算

收敛因子.

Step 1. 产生一个以 En 为期望值, He 为标准差的

正态随机数 En';
xStep 2. 取 为迭代次数, 作为一个云滴;

a= 2∗exp
(
−(x−Ex)2

2(En′)2

)
Step 3. 利用公式 计算收敛

因子.

Ex En

a

本文期望 设置为 0,  为总迭代次数的 1/3, 收

敛因子 呈非线性递减. 由图 1可知, GWO的收敛因子

在迭代过程中以相同的速率减小, 而本文所提方法在

迭代初期递减速率较慢, 使得计算的 A 可以较长时间

保持较大值, 进而提升搜索效率和全局寻优; 而到了迭

代后期收敛因子以较快的速率减小, 使 A 可以较长的

保持较小值, 进而加强局部搜索能力和提高精细搜索

能力. 通过本文的计算方法可以更加有效地平衡全局

搜索和局部搜索能力.
 

0

0

0.5

1.0

1.5

2.0

100 200 300 400 500

迭代次数
收
敛
因
子

改进后

改进前

 
图 1    收敛因子变化图

 

(2)基于二次插值的头狼个体更新机制

灰狼优化算法在求解高维优化问题时, 搜索空间

规模较大造成后期收敛速度慢, 寻优能力降低, 其原

因算法局部探索能力较差 , 如果对全局最优位置进

行局部探索, 则能够提高算法的收敛速度, 依据灰狼

进化原理 , 当前最优解也是通过三个位置的累加和

确定头狼的移动方向, 具有一定的随机性. 本文对头

狼的更新机制采用二次插值算法 , 提升算法的局部

探索能力 , 如果通过二次插值得到的新解优于当前

最优解则替换, 否则不做任何操作. 当前最优解 X*在
二次插值中起到导向的作用 , 使搜索代理在其附近

精细搜索 , 能强化搜索个体在当代最优解的精细搜

索能力.
X′α(t) = 0.5×

(
X2
β
(t)−X2

δ
(t)

)
× f (Xα(t))+

(
X2
δ
(t)−X2

α
(t)

)
× f (Xβ(t))+

(
X2
α
(t)−X2

β
(t)

)
× f (Xδ(t))(

X
β
(t)−X

δ
(t)

)
× f (Xα(t))+

(
X
δ
(t)−X

α
(t)

)
× f (Xβ(t))+

(
X
α
(t)−X

β
(t)

)
× f (Xδ(t))+µ

Xα(t) = X′α(t), if f (X′α(t)) < f (Xα(t))

(19)

αβδ

βδ

δ

同时为了避免迭代后期 个体适应度趋于一致

性, 因此在进行二次插值时先计算 个体适应度的距

离, 如果满足小于设定的阈值则随机在种群里选取灰

狼个体替换 个体依据式 (7) 进行二次插值获得新个

体, 进而保持种群的多样性.

(3)基于动态权重策略的个体更新

αβδ在基本灰狼算法中 个体对其他个体的引领作

用的权重是一样的, 已有文献通过引入适应度或是步

长距离来计算 3 个狼在进化过程中的作用. 本文提出

一种综合适应度和步长距离的权重计算方法来动态调

整权重, 计算方法如式 (20)所示, 并将计算的 3个权重

带入式 (18)来完成个体的更新.
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W1
α =

fα+ fβ+ fδ
fα

,W1
β =

fα+ fβ+ fδ
fβ

,W1
δ =

fα+ fβ+ fδ
fδ

W2
α =

|X1|
|X1|+ |X2|+ |X3|

,W2
β =

|X2|
|X1|+ |X2|+ |X3|

,W2
δ =

|X3|
|X1|+ |X2|+ |X3|

W1 =

√
W1
α ∗W2

α√
W1
α ∗W2

α +
√

W1
β ∗W2

β +

√
W1
δ ∗W2

δ

W2 =

√
W1
β ∗W2

β√
W1
α ∗W2

α +
√

W1
β ∗W2

β +

√
W1
δ ∗W2

δ

W3 =

√
W1
δ ∗W2

δ√
W1
α ∗W2

α +
√

W1
β ∗W2

β +

√
W1
δ ∗W2

δ

(20)

(4)基于混沌策略的个体随机游走

xw

xw

xw

为克服种群多样性衰减太快导致趋向局部最优而

早熟的问题, 可以采用混沌映射在局部收敛区域外的

空间范围内进行全局搜索. 为保持优化过程中的种群

的多样性, 选取适应值最差个体 完成变异, 如果最差

个体 根据公式 (18)进化后得到的适应度得到改善则

继续进入下一次迭代; 否则说明该灰狼个体需要被淘

汰, 可以使用混沌理论产生新个体进入下一次迭代. 对
于适应值最差的个体 采用偶数阶 Chebyshev混沌映

射进行更新.

x′w = cos(k arccos xw); k = 2 (21)

3   改进灰狼算法优化多核支持向量回归机

流程

本文所构建的多核支持向量机采用多项式核函数

和 RBF 核函数, 因此需要优化的参数分别为惩罚因

子、RBF 和多项式核函数的核参数以及权重. 采用改

进灰狼算法对于上述参数进行优化, 具体流程如下.

a A C

(1) 灰狼种群个体初始化. 将优化参数组合在一起

作为灰狼个体进行编码, 并设定各参数的取值范围并

初始化. 设定种群规模 m, 最大迭代次数 maxiter, 初始

化 ,  和 .
yi

oi MS E

(2) 将支持向量回归机的期望输出 与实际输出

的均方误差 作为灰狼个体的适应度, 具体计算

公式如下.

MS E =
1
N

N∑
i=1

(oi− yi)2 (22)

α

β δ

α

(3) 灰狼种群的所有个体根据式 (22) 计算适应

度 , 并将适应度最好的个体作为 , 两个次优个体分

别定义为 和 , 并基于二次插值算法利用式 (19) 的

对 个体进行更新, 利用式 (20)计算 3个最优个体在

个体更新过程中的权重来更新其他灰狼个体;

A

C

(4) 利用基于云模型理论算法计算收敛因子 , 采

用式 (16) 计算 , 采用式 (13)、式 (14) 和式 (18) 完成

个体的更新, 并判断种群中最差的个体是否有提高, 没

有提高则用式 (21)新产生一个新个体.

(5) 当迭代次数达到最大迭代次数 maxiter 或适应

度的值满足要求时停止迭代, 得到多核支持向量回归

机优化参数, 建立采油速度预测模型.

4   实验仿真

4.1   改进灰狼优化算法寻优性能对比

为了验证 ICGWO 算法的寻优性能, 选取单峰、

多峰和固定维度多峰 6 个基准测试函数进行测试, 6个

优化函数如表 1 所示. 同时选取基本 GWO 算法、文

献 [14] IGWO算法、文献 [15] AL-GWO算法、文献 [16]

提出的 CGWO1算法和文献 [17]提出的 CGWO2进行

对比. 仿真实验的运行环境为 IntelCore i7 CPU, 主频

2.20 GHz, 内存 8 GB, Windows 10操作系统, 实验仿真

软件采用Matlab R2015a. 所有对比算法种群个数统一

设置为 30, 最大迭代次数 maxiter 设置为 500 次, 优化

维度除 F5 和 F6 之外都设置为 100 维. 实验独立运行

10 次 ,  对比各个算法的平均值和标准差结果如表 2

所示.
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表 1     优化函数
 

序号 测试函数 搜索空间 最优值

1 f1 =
n∑

i=1

|xi |+
n∏

i=1

|xi | [−10,10]n 0

2 f2 =
n∑

i=1

 i∑
j=1

x j

 [−100,100]n 0

3 f3 =
1

4000

n∑
i=1

x2
i −

n∏
i=1

cos
[

xi√
i

]
+1 [−600,600]n 0

4 f4 = 20+ exp(1)−20exp

− 1
5

√√
1
n

n∑
i=1

xi
2

− exp

 1
n

n∑
i=1

cos(2πxi)

 [−32,32]n 0

5 f5 =


1

500
+

25∑
j=1

1

j+
2∑

i=1

(xi −ai j)6



−1

,ai j =

 −32,16,0,16,32,−32, ,0,16,32

−32,−32,−32,−32,−32,−16, ,32,32,32

 [−65.536,65.536]n,

n = 2
1

6 f6 =
11∑
i=1

ai −
x1(b2

i +bi x2)2

b2
i +bi x3 + x4

 [−5,5]n,n = 4 0.000 307 5

 
 

表 2     对比结果
 

函数
ICGWO GWO IGWO AL-GWO CGWO1 CGWO2

均值 标准差 均值 标准差 均值 标准差 均值 标准差 均值 标准差 均值 标准差

F1 0.00E+00 0.00E+00 3.94E–08 1.6E–08 4.1E–200 0.00E+00 6.81E–12 3.89E-12 8.32E-05 2.47E–05 8.19E–6 2.34E–04
F2 0.00E+00 0.00E+00 7.69E+02 7.27E+02 0.00E+00 0.00E+00 3.70E–02 6.89E–02 7.85E+03 2.61E+03 1.23E+06 1.55E+05
F3 2.31E–15 1.84E–15 1.07E–07 4.20E–08 4.09E–15 1.12E–15 7.64E–11 4.60E–11 1.74E–04 1.01E–04 2.00E–06 3.48E–06
F4 0.00E+00 0.00E+00 2.54E–03 8.03E–03 0.00E+00 0.00E+00 2.22E–17 4.68E–17 8.12E–03 2.57E–02 2.45E–03 1.91E–02
F5 9.98E+00 2.59E+00 2.87E+00 2.93E+00 1.04E+01 3.60E+00 4.72E+00 4.26E+00 2.95E+00 3.09E+00 1.19E+02 1.79E+02
F6 4.09E–04 2.55E–04 2.35E–03 6.33E–03 1.65E–03 1.24E–03 2.37E–03 6.32E–03 6.81E–04 4.45E–04 8.24E–02 1.23E–01

 
 

从表 2 的对比结果可知, 本文所提算法在对仿真

函数的优化过程中都取得了最好的结果, 对于优化函

数 1、2和 4都在迭代次数内寻找到最优解. IGWO寻

优效果次之. 分析其原因本文通过云模型改进收敛因

子, 基于二次插值的头狼个体更新机制和动态权重策

略, 可以很好地平衡全局探索和局部寻优, 有利于加速

寻优速度, 这种改进在单峰函数中效果尤为明显, 与
GWO相比都找到了最优值. 上述改进结合基于混沌策

略的个体随机游走对于多峰函数的寻优也明显优于

GWO, 增加了跳出局部最优解的概率. 虽然 IGWO、

CGWO1 和 CGWO2 都对收敛因子采用非线性方法计

算, 但都属于采用一条精确曲线, 而本文利用云模型定

性概念与定量描述的不确定转换来完成收敛因子的计

算, 能更好地平衡全局搜索与局部搜索之间的寻优能

力. IGWO 和 CGWO2 采用权重的方式对灰狼个体的

更新方式进行改进, 通过实验结果可以得出 IGWO 的

性能要优于 CGWO2, 但次于 ICGWO, 这是由于 ICGWO
不但考虑了位置向量对灰狼寻优位置的影响, 同时也

考虑了 3 个最优狼本身适应度对群狼号召力的影响,
CGWO1 通过对随机扰动对头狼个体进行改进存在一

定的随机性, 而 ICGWO 则通过二次插值的方式通过

当前 3 个较优解来加速局部寻优, 具有一定的确定性,
因此, 通过以上改进原理的对比和实验结果可知, 本文

算法都优于其他对比算法, 具有很好的搜索能力和良

好的稳定性, 且收敛精度较高.
4.2   基于多核支持向量回归机的采油速度预测

(1)实际数据预处理

针对实际地质数据和开发数据 , 应用灰色关联

分析理论的对采油速度影响因素的重要性进行分

析. 以采油速度为参考序列, 含水率、地层压力、流

压、有效厚度、地质储量、渗透率、束缚水饱和

度、含水上升速度和压力恢复速度等多个影响因素

为比较序列 , 利用均值法无量纲化 , 取分辨系数为

0.5, 得到不同分类油层的采油速度影响因素的关联

度大小排序 . 最后选取含水、地层压力、流压、有

效厚度、渗透率、束缚水饱和度 6个属性用于确定
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采油速度.
(2)实例验证

首先选取油田某区块 2019 年 168 口油井每月的

含水率、地层压力、流压、有效厚度、渗透率、束缚

水饱和度和采油速度共 2016条数据进行实例验证, 选
用 2019年 1月到 9月的数据作为训练数据集, 2019年
10月到 12月的数据作为测试数据集. 分别采用静态影

响因素分析法、动态影响因素分析法、多项式支持向

量回归机 (PLOY-SVR)、RBF 支持向量回归机 (RBF-
SVR)、基于 GWO 优化的多核支持向量机 (GWO-
MCSVR) 和基于 ICGWO 优化的多核支持向量回归

机 (GWO-MCSVR) 进行对比. 采用均方误差 (Mean
Squared Error, MSE) 和平均绝对误差 (Mean Absolute
Error, MAE) 来对比各种算法的预测效果. 1 月到 9 月

的训练数据集对比数据如表 3所示, 10月到 12月的测

试集对比结果如表 4所示.
 

表 3     训练样本对比结果
 

月份
静态法 动态法 PLOY-SVR RBF-SVR GWO-MCSVR IGWO-MCSVR ICGWO-MCSVR

MAE MSE MAE MSE MAE MSE MAE MSE MAE MSE MAE MSE MAE MSE
1 1.754 19.531 1.806 19.360 1.171 8.707 1.172 8.707 0.517 3.640 0.637 3.089 0.490 2.571
2 1.599 16.458 1.725 16.514 1.003 7.906 1.004 7.907 0.685 3.930 0.535 3.696 0.373 0.571
3 1.353 14.177 1.521 14.670 0.824 4.176 0.825 4.176 0.724 3.586 0.605 2.436 0.432 1.378
4 1.303 13.581 1.447 14.104 0.786 4.008 0.787 4.008 0.628 2.898 0.554 2.294 0.353 0.537
5 1.250 15.917 1.460 16.341 0.752 5 4.758 0.753 4.757 0.730 4.339 0.566 2.760 0.373 0.587
6 1.116 11.700 1.384 12.372 0.662 3.464 0.662 3.464 0.578 2.907 0.480 1.813 0.299 0.318
7 1.233 12.732 1.419 12.979 0.737 3.775 0.738 3.773 0.654 3.281 0.436 0.786 0.301 0.325
8 1.052 10.819 1.242 11.575 0.621 3.207 0.621 3.207 0.535 2.692 0.393 0.499 0.380 1.061
9 1.144 12.574 1.388 13.059 0.682 3.732 0.683 3.733 0.530 1.114 0.468 1.874 0.312 1.019

 
 

表 4     测试样本结果
 

月份
静态法 动态法 PLOY-SVR RBF-SVR GWO-MCSVR IGWO-MCSVR ICGWO-MCSVR

MAE MSE MAE MSE MAE MSE MAE MSE MAE MSE MAE MSE MAE MSE
10 1.099 11.368 1.374 12.078 0.940 2.254 0.940 2.255 0.532 2.859 0.524 2.061 0.358 1.031
11 1.123 14.829 1.341 15.071 0.957 2.958 0.957 2.957 0.608 4.024 0.394 1.548 0.381 1.430
12 1.156 8.786 1.326 9.434 1.004 1.716 1.004 1.717 0.587 2.274 0.512 1.517 0.366 0.872

 
 

采油速度静态影响因素分析法计算方法如式 (23):

V0 = lg[(K∗h/µ)a]+b∗ηc−d (23)

V0 µ h

η K

其中,  为采油速度,  为地层原油粘度,  为有效厚度,
为注采井距,  为油藏渗透率, a, b, c, d 为经验系数,

可以通过统计回归来得到.
动态影响因素分析法计算方法如式 (24):

Vo =
1

b (1−S wc)
· 1

fw (1− fw)
· f ′w (24)

V0 fw S wc

f ′w

其中,  为采油速度,  综合含水率,  束缚水饱和度,
为含水上升速度.

从表 3可知, ICGWO优化的多核支持向量机的拟

合效果最好, 多核支持向量回归机的拟合效果要优于

单核回归机, 静态影响因素分析法、动态影响因素分

析法的拟合结果较差. 主要原因是这两种方法都是基

于经验公式拟合, 且考虑影响因素较少, 拟合结果受数

据的分布情况影响较大. 多个核函数的优化组合可以

弥补单一核函数选择盲目性的不足, 可以充分地提取

数据的隐含信息 .  从表 4 可知 ICGWO-MCSVR 对

10月到 12月的采油速度预测效果最好, 这是因为模型

充分利用多核学习的优势, 以及利用 ICGWO 算法较

好的寻优性能完成对核函数参数、惩罚因子和权值系

数的最优选择.

5   结论

利用多核学习支持向量回归机模型预测采油速度,
针对模型中权值系数, 惩罚因子核和核参数的选择问

题, 提出一种改进的灰狼优化算法, 算法利用云模型改

进收敛因子的计算方式, 较好的平衡了算法全局和局

部寻优性能, 利用二次插值方式改进了头狼的进化方

式加速局部寻优. 实验结果表明, 经过优化的模型参数

构造的多核支持向量回归机, 其预测精度相比较单核

支持向量机来说有明显得提高.
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