
 

 

联合知识的融合训练模型①

王永鹏1,  周晓磊1,2,  马慧敏2,  曹吉龙2

1(中国科学院 沈阳计算技术研究所, 沈阳 110168)
2(中国科学院大学, 北京 100049)
3(东软集团股份有限公司, 沈阳 110179)
4(中国医科大学附属第四医院, 沈阳 110032)
通讯作者: 周晓磊, E-mail: zhouxl@sict.ac.cn

摘　要: 在互联网医疗领域, 智能 AI 分科室是一个很关键的环节, 就是根据患者病情描述、疾病特征、药品等信

息将患者分配到匹配的科室, 可以利用深层双向 Transformer结构的 BERT预训练语言模型增强字的语义, 但是患

者病情文本描述具有信息稀疏的特点, 不利于 BERT的充分学习其中特征. 本文提出了一种 DNNBERT模型. 是一

种融合知识的联合训练模型, DNNBERT结合了神经网络 (DNN)和 Transformer模型的优势, 能从文本中学习到更

多的语义. 实验证明 DNNBERT的计算时间相比 BERT-large速度提升 1.7倍, 并且准确率比 ALBERT的 F1值提

高了 0.12, 比 TextCNN提高了 0.17, 本文的工作将为特征稀疏学习提供新思路, 也将为基于深度 Transformer的模

型应用于生产提供新的思路.

关键词: 知识融合; 医疗短文本; BERT模型; 联合训练; 文本分类

引用格式:  王永鹏,周晓磊,马慧敏,曹吉龙.联合知识的融合训练模型.计算机系统应用,2021,30(7):50–56. http://www.c-s-a.org.cn/1003-
3254/8031.html

Ensemble Training Model Integrating Knowledge
WANG Yong-Peng1, ZHOU Xiao-Lei1,2, MA Hui-Min2, CAO Ji-Long2

1(Shenyang Institute of Computing Technology, Chinese Academy of Sciences, Shenyang 110168, China)
2(University of Chinese Academy of Sciences, Beijing 100049, China)
3(Neusoft Group Co. Ltd., Shenyang 110179, China)
4(The Fourth Affiliated Hospital of China Medical University, Shenyang 110032, China)

Abstract: In the field of Internet-based medical treatment, AI-based triage represents a key link, which allocates patients
to departments according to conditions, disease attributes, medications, etc. We can adopt the BERT with a deep bi-
directional Transformer structure for language model pre-training to enhance the word semantics; however, the text

description of patients’ conditions offers sparse information, which is not conducive to the full learning of characteristics

by BERT. This paper presents DNNBERT, a joint training model integrating knowledge. Combining the advantages of
Deep Neural Network (DNN) and the Transformer model, DNNBERT can learn more semantics from text. The
experimental results prove that the computing time of DNNBERT is 1.7 times shorter than that of BERT-large; the

accuracy rate of DNNBERT is 0.12 higher than the F1 value of ALBERT and 0.17 higher than that of TextCNN. This
paper will provide a new idea for sparse feature learning and the applications of deep Transformer-based models to
production.
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线下医院排队时间长, 看病慢已经是每个患者心

中的痛点. 现在虽然几乎每个医院都有线上预约挂号,
线下看病, 或者线上直接问诊等功能但是还需要患者

根据自己的病情特征自己选择科室, 进而找到医生, 但
是这种方式显示没有将互联网医院数据得到充分的利

用. 因而利用深度学习的技术解决人们快速的线上就

诊成为急切的问题.
医患 IM页作为最大的流量和服务入口, 其中聊天

文本信息覆盖了疾病名称、症状、药品名称等多种命

名实体, 所以准确的刻画 Query和 Context之间的深度

语义相关性至关重要, 还有不同患者在描述症状上字

面相差巨大, 比如感冒和头痛、鼻子堵塞、流鼻涕、

发烧、身体发冷等词之间的字面意思相差非常大, 但
是他们却是和呼吸内科是语义相关的. 在这种场景下

用户希望在不同场景下通过输入文字来获取自己想要

的服务, 这就需要一个强大的模型.
这其中有 4 个痛点: 第 1 个是患者描述病情信息

特征稀疏问题, 模型很难学习到准确的语义信息. 第
2 个是基于深度 Transformer 的模型虽然效果好, 但是

推理速度慢, 很难应用到实时的生产环境. 第 3个是文

本医患聊天中命名实体信息多而复杂. 第 4 个是不同

患者描述字面信息差别大. 为了解决这几个痛点问题,
本文提出了自己设计搭建的 DNNBERT算法模型.

这样的设计灵感来源是用户的信息特征可能随时

都会横向增加, 来弥补数据稀疏问题, 例如实现智能分

诊仅仅依靠患者简单粗糙的病情描述是比较困难的,
还需要考虑患者年龄, 性别, 历史疾病等横向的信息,
因此设计出 DNNBERT, 其中 DNN部分可以处理用户

附加特征, 基于 BERT 改进的 ALBERT[1] 模型可以充

分发挥其强大的语义理解能力, 所以 DNNBERT, 不仅

解决了文本向量信息稀疏的问题, 还解决了 BERT 模

型训练速度慢的问题, 将深层 Transformer模型应用于

生产提供了新思路.
自然语言处理中文本分类问题, 最重要的就是文

本表示, 就是如何提取出文本中原本的语义信息, 最早

期的二分类学习模型采用 one-hot编码, 仅单纯地将文

本表示为算法可处理的结构化向量, 参数量也会非常

大. CNN 采用共享卷积核方式, 优化了参数量, 并且深

层次的网络抽取信息更加丰富, 表达效果也更好, 但
CNN 的输入和输出都是相互独立的, 并没有考虑到文

本中字前后的序列问题. RNN引入了“记忆”的概念, 引

入了时间序列模型, 输出依赖于输入和“记忆”, RNN善

于学习顺序建模任务但在提取特征的时候不能以并行

的方式进行. 双向 RNN 采用双向编码特征拼接的方

式, 让当前的输出不仅依赖于输入和之前的序列元素,
还依赖于之后的序列元素 .  深层双向 RNN 在双向

RNN的基础上改进, 在每个时间点设定多层网络结构.
LSTM[2] 与 RNN 的基本结构相似, 区别是它提出了一

种“记忆细胞”的概念, 该记的信息会一直传递, 不该记

得会被“门”截断, 解决 RNN远距离的信息丧失的问题.
GRU[3] 是 LSTM 的变种, 将忘记门和输入门合成了一

个单一的更新门 ,  混合了细胞状态和隐藏状态和其

他一些改动. 它比标准 LSTM 更简单. Word2Vec [4]

将文本的表示通过词向量的表示方法, 把文本数据从

高纬度稀疏的神经网络难处理的方式, 变成了类似图

像、语言的连续稠密数据. Google 的词向量文章中涉

及的两个模型 CBOW (上下文来预测当前词) 和 Skip-
gram (当前词预测上下文). ELMo[5] 来自于语言模型的

词向量表示, 也是利用了深度上下文单词表征, 该模型

的好处是: (1) 能够处理单词用法中的复杂特性 (比如

句法和语义); (2)这些用法在不同的语言上下文中如何

变化 (比如为词的多义性建模). GPT[6] 这种模型之所以

效果好是因为在每个新单词产生后, 该单词就被添加

在之前生成的单词序列后面, 这个序列会成为模型下

一步的新输入. 这种机制叫做自回归 (auto-regression),
同时也是令 RNN模型效果拔群的重要思想. 而 BERT[7]

虽然没有使用自回归机制, 但 BERT 获得了结合单词

前后的上下文信息的能力, 从而取得了更好的效果.
XLNet[8] 使用了自回归, 并且引入了一种能够同时兼顾

前后的上下文信息的方法. ALBERT相比 BERT-LARGE,
在推理速度上有了巨大的改进 ,  具体的创新部分有

3 个: (1) 将 embedding 的参数进行了因式分解; (2) 跨
层的参数共享; (3) 抛弃了原来的 NSP 任务, 现在使用

SOP 任务. 上面这些模型其实在文本分类效果上都具

有巨大的意义的提高, 但是同时他们都具有超大的参

数量, 从而导致在生产应用上显得有些笨重. 本文提出

的 DNNBERT就是为了解决上述问题. 

1   相关研究工作

本文的研究主要致力于自然语言处理中语义理解

方向, 研究内容为深层 Transformer网络结构. 与 RNN
相比, Transformer语义特征提取能力更强, 具备长距离

2021 年 第 30 卷 第 7 期 http://www.c-s-a.org.cn 计 算 机 系 统 应 用

Special Issue 专论•综述 51

http://www.c-s-a.org.cn


特征捕获能力, 基于注意力的深层 Transformer 模型[9]

的成功启发了大量后续工作. 类似于智能分诊这样的

短文本 (信息稀疏)分类场景下, 学术界也出现了很多优秀

的研究成果, 例如融合更多外部知识的百度 ERNIE[10],
K-BERT [11]. 优化预训练目标的 ER-NIE2.0 [12], Ro-
BERTa[13], SpanBERT[14], StructBERT[15]等. 优化模型结

构或者训练方式的 ALBERT. 关于预训练模型的各种

后续工作, 可以参考复旦大学邱锡鹏老师最近的综述[16].
基于预训练好的 BERT 模型可以支持多种下游

NLP 任务. BERT 在下游任务中的应用主要有两种方

式: 即 Feature-based 和 Finetune-based. 其中 Feature-
based 方法将 BERT 作为文本编码器获取文本表示向

量, 从而完成文本相似度计算、向量召回等任务. 而
Finetune-based方法是在预训练模型的基础上, 使用具

体任务的部分训练数据进行训练, 从而针对性地修正

预训练阶段获得的网络参数. 该方法更为主流, 在大多

数任务上效果也更好.
由于 BERT 家族类模型在 NLP 任务上的显著优

势, 一些研究工作开始将 BERT 应用于复杂场景的文

本分类任务上 .  清华大学 Qiao 等人 [ 17 ] 详细对比了

Feature-based 和 Finetune-based 两种应用方式在文本

段落排序 (passage ranking) 中的效果, 分析说明了

BERT 如何在它的转换层中的查询文档词条之间分配

注意力, 以及如何在释义词条之间选择语义匹配. 滑铁

卢大学 Jimmy Lin团队[18] 针对分类排序任务提出了基

于 Pointwise 和 Pairwise 训练目标的 MonoBERT 和

DuoBERT 模型. 此外, 该团队提出融合基于 BERT 的

Query-Doc相关性和 Query-Sentence相关性来优化分类

结果排序任务的方案. 为了优化文本分类性能和效果,
Bing 广告团队提出一种双塔结构的 TwinBERT [19 ]

分别编码 Query和 Context文本. 2019年 10月, Google
在其官方博客中介绍了 BERT 在 Google 搜索排序场

景的应用, BERT 强大的语义理解能力改善了约 10%
的搜索结果, 除了英文网页, Google也正在基于 BERT
优化其他语言的搜索结果.

本文在这些前辈的思想和基础上, 针对医患聊天

这样的特定场景 ,  提出了双塔结构的知识融合模型

DNNBERT, 它的创新点主要有: 可以不断的横向实现

知识融合, 在预训练阶段引入患者大量结构化信息, 例
如性别, 年龄, 历史疾病等标签信息, 弥补 Query 文本

信息的不足, 强化语义匹配效果. 极大提高了模型运行

的速度, 不同于 BERT-LARGE, 本文在融合模型时选

择了 ALBERT 模型和 DNN 进行融合, DNNBERT 可

以实现相对于 BERT-LARGE, 速度提升 1.7倍. 

2   模型介绍

随着智能化的发展, 越来越多的患者问诊就医只

想通过一句话描述来快速的匹配到科室就医甚至直接

获取自己想要的医生, 药品, 病情诊断等信息. 但是用

户的文本描述是多种多样的, 既有药品名称, 疾病名称,
病情症状名称, 甚至同一种疾病治疗还有不同的药品

名, 不同的症状描述, 不同的患者有不同的病情描述.
还有患者的基本特征, 包括年龄, 性别, 历史疾病, 最近

浏览科室、最近浏览过的医生、最近问诊过的科室最

近浏览过的医生、最近一次购药明细、最近病例描述

等特征对于分科室也是至关重要的. 要将这么多维的

信息来分类匹配到具体的科室, 准确的刻画数据就变

得非常重要. 本文提出 DNNBERT模型, 在特征表示上

采用固定长度患者特征拼接患者文本描述的方式进行

Embedding. 模型网络设计分为两个网络, DNN网络负

责用户特征的信息抽取, Transformer 网络来学习文本

描述. 将学习到的结果拼接链接到一个池化层, 再用

Softmax进行分类, 模型架构图如图 1所示.
 

年龄 性别 历史疾病···

年龄 性别 历史疾病···

主诉信息 (疾病名称、药品名称、症状)

主诉信息

ALBERT 模型

Embedding

Embedding

Embedding

Embedding

连
接
层

类别标签 (科室)
 

图 1    DNNBERT模型结构图
 

从图 1中可以看到, 自上而下, 从左到右, DNNBERT
模型主要由神经网络和 ALBERT 模型两部分排列进

行处理, 类似于双塔并列, 所以称为双塔结构, 设计的

初衷是并列的两个模型根据自身模型的特点来处理不
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同特征的文本, DNN模型对于文本的学习能力强, 像性

别, 年龄这样的特征数据没有太多的深度语义, 所以采

用 DNN是不错的选择, 但是患者病情描述文本语义就

比较复杂, 需要基于注意力的 Transformer来学习其中

的语义, 所以采用当前效果较好, 速度较快的 ALBERT,
DNN 和 ALBERT 两者根据自身的优势来分别对文本

进行学习, 最后将 DNN 和 ALBERT 模型学习的结果

进行拼接, 从而 DNNBERT 输出的结果是模型结合了

两个模型分别学习处理过得高度抽象语义信息, 实现

了 DNN 和 Transformer 间知识补充和融合. 下面分别

阐述模型主要模块的具体实现细节. 

2.1   双塔-DNN 模型设计

图 1中, 从上至下, 第 2层左侧的神经网络模型主

要学习患者相关基本信息, 例如: 性别 (两种可能 2 位

进行编码)、年龄 (11 种可能 11 位编码, 1 至 10 岁为

一类, 11至 20岁为一类, 一次类推)、最近一次访问的

科室 (15 种可能 15 位编码)、最近一次问诊的医生所

属科室 (15 种可能 15 位编码)、对最近一次问诊的医

生的评价 (4种可能 4位编码), 然后进行最大最小归一

化, 拼接成 feature 总共 64 维, 作为模型输入, 然后连

接 DNN 层 (共两个隐藏层: 第一个隐藏层 64 个神经

元, 该层使用 ReLU激活函数; 第二个隐藏层 128个神

经元), 第三层输出层为 16 个神经元输出层为 16 维的

特征向量, 作为 DNN 特征提取的结果将和 ALBERT
模型的拼接一起作为连接层的输入. 

2.2   双塔-ALBERT 模型

图 1中, 从上至下, 第 2层右侧的模型为 ALBERT
模型, 该模型参数量小, 速度快, 用于学习患者病情描

述文本的语义.
ALBERT 采用了两种参数简化技术, 消除了缩放

预先训练模型的主要障碍. 第一种是因子化嵌入参数

化. 通过将大的词汇嵌入矩阵分解为两个小矩阵, 我们

将隐藏层的大小与词汇嵌入的大小分开. 这种分离使

得在不显著增加词汇表嵌入的参数大小的情况下更容

易增加隐藏的大小. 第二种技术是跨层参数共享. 该技

术可防止参数随网络深度的增加而增大. 这两种技术

在不严重影响性能的情况下显著减少了 BERT的参数

数目, 从而提高了参数效率. 参数简约技术也可以作为

一种正则化的形式来稳定训练并有助于泛化. 为了进

一步提高 ALBERT 的性能, 我们还引入了一种自监督

的句子顺序预测损失 (SOP). SOP 主要关注句子间的

连贯性, 旨在解决原 BERT中提出的下一句预测 (NSP)
损失的无效性. 

2.2.1    BERT模型

BERT根据名称就可以知道, 其核心是基于 Trans-
former 结构的, Transformer 是一个端到端训练的网络

结构, 即输入和输出均为一个序列, Transformer是一个

由 Encoder 和 Decoder 组成的网络结构, 其中最重要

的是在 RNN 的基础上加入了注意力机制. Encoder 由
6 个相同的 layer 组成. 每个 layer 由两个 sublayer 组
成, 分别是 multiHead self-attention mechanism和 fully
connected feedforward network. 其中每个 sublayer都加

了 residual connection 和 normalization, multiHead
attention则是通过 h 个不同的线性变换对 Q, K, V 进行

投影, 最后将不同的 attention结果拼接起来.
Transformer 中最重要的两个结构是 Encoder 和

Decoder结构, 我们先来看看 Encoder结构的组成部分,
如图 2所示.
 

Output embedding

Encoder

Add & norm

Feed forward

Add & norm

Self-attention

Position

Input embedding

 
图 2    Encoder 内部结构示意图

 

如图 2 所示 ,  Transformer 中没有采用传统的

CNN和 RNN, 整个网络结构主要是由 self-Attenion和
feed forward neural network组成. 在经典的 BERT模型

中, Transformer 结构主要由 6 层的 Encoded 和 6 层的

Decoder组成.
输入是文本的 Embedding 表示, 并且在输入的

Embedding 上加入了位置信息, 将结果输入自注意力

层进行权重计算学习, 将计算的输出和自注意力的输

入相加和归一化操作, 采用 Attention 机制的原因是考
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虑到 RNN(或者 LSTM, GRU等)的计算限制为是顺序

的, 也就是说 RNN相关算法只能从左向右依次计算或

者从右向左依次计算, 这种机制带来了两个问题:
时间片 t 的计算依赖 t–1时刻的计算结果, 这样限

制了模型的并行能力;
顺序计算的过程中信息会丢失, 尽管 LSTM 等门

机制的结构一定程度上缓解了长期依赖的问题, 但是

对于特别长期的依赖现象, LSTM依旧无能为力.
Transformer 的提出解决了上面两个问题, 首先它

使用了 Attention 机制, 将序列中的任意两个位置之间

的距离是缩小为一个常量; 其次它不是类似 RNN的顺

序结构, 因此具有更好的并行性.
再将注意力输出的结果接入前馈神经网络, 进行

学习输出 Embedding. 

2.2.2    Attention的计算过程

Attention (Q,K,V) = S o f tmax
(

QKT
√

dk

)
V

式中, dk 的含义是每个字的 Q 向量的维度, 将 Q 和

K 向量的乘积结果进行 Softmax 归一化和 Value 向量

相乘, 这样计算结束之后，就得到了每个字的注意力

权重, 而后将上式中的每个结果进行累加, 就得到每个

字的表示, 此时每个字已经融入了句子中其他字的信

息进去, 是一个表达能力非常强的向量表示.
多头注意力 (multi-head attention)是利用多个查询

组成的矩阵 Q, 来平行地计算从输入信息中选取多个

信息. 每个注意力关注输入信息的不同部分, 然后再进

行拼接, 这样就可以从指代消解, 位置等不同维度来综

合的识别语义信息, 计算公式如下:
MultiHead (Q,K,V) =

Concat (head1,head2, · · · ,headk)WO

headi = Attention
(
QWi

Q,KWi
k,VWi

V
)

在 BERT模型中, 多头数量是一个超参数, 可以进行配置. 

2.3   全连接层

如图 1 所示, 其中全连接层部分主要思路是将上

侧 DNN 和 ALBERT 模型的输出拼接, 一方面进行联

合训练学习, 抽象提取两部分模型的组合特征; 另一方

面将上侧两部分特征进行压缩, 输出为 16 维特征, 目
的是减少特征维度, 提高线上模型的运行性能. 该部分

DNN模型共 3个隐藏层: 第 1个隐藏层 256个神经元

(DNN和 ALBERT模型拼接结果), 该层使用 ReLU激

活函数; 第 2个隐藏层 128个神经元, 激活函数为 ReLU;
第 3个隐藏层 64个神经元, 激活函数为 Softmax, 输出

层为 16维分类的结果. 

3   实验分析 

3.1   实验数据

实验数据中主要列举了科室类以及每个科室类别

对应的数据条数, 以及数据的分割, 分为训练集、验证

集、测试集 3类. 实验数据分布如表 1.
 

表 1     实验数据分布表
 

标签 内科
精神心
理科

妇产科 儿科 眼科
皮肤性
病科

耳鼻喉头
颈外科

口腔科 骨科 中医科 其他科 外科 男科 总数 训练集 验证集 测试集

条数 136 914 8048 29 730 27 882 16 025 56 471 16 510 5192 17 051 28 391 326 094 27 976 35 763 738 234 590 587 73 823 73 823
 
 

本文实验使用的语料库来自京东互联网医院的患

者就诊数据, 此次实验数据总条数约为 73 万条, 科室

分类数为 15 个类别, 分别为内科, 外科, 妇产科, 儿科,
精神心理科, 肿瘤科, 中医科, 骨科, 眼科, 皮肤性病科,
耳鼻喉头颈外科, 口腔科, 男科, 整形美容科, 其他科.本
次实验将总数按照 8:2 的比例分为训练集, 测试集.对
模型迭代 10  000 次进行训练学习.并且在模型学习完

毕后, 将数据随机打散分为五份数据, 分别在 A、B、
C、D、E 五份样本数据的基础上和 TextCNN [ 20 ]、

TextCNN_Att、FastText [ 2 1 ]、  BERT-LARGE、
ALBERT等 BERT家族的模型进行了对比, 实验证明,
基于联合训练的模型 DNNBERT, 要比其他模型更容

易学习到语义信息, 总体准确性更好. 

3.2   评价指标

在进行模型评价的时候, 作者采用的是 F1 Score,
因为它更加能反映出模型的健稳性 ,  它被定义为模

型精度和召回率的调和平均值, 因此, 如果你想在精确

度和召回率之间寻求平衡, F1 Score 是一个更好的衡

量标准.
在分类问题中, 我们都会用到混淆矩阵[22] 来计算

和评估模型的性能, 如表 2所示.
1) 精确度. 精确度给出了所有预测为正的结果中

正确识别为正例的分数:

P =
T P

T P+FP

2)召回率. 召回率给出模型正确识别为正例的分数:
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R =
T P

T P+FN

3) F1, 可以理解为模型在召回和精准率之间做了

调和平均:

F1 =
2∗P∗R

P+R
因此, 为了想在精确度和召回率之间寻求平衡的

评价指标, F1分数是一个更好的衡量标准.
 

表 2     分类结果的混淆矩阵
 

预测为正 预测为反例

真实为正例 TP FN
真实为反例 FP TN

 
  

3.3   实验过程

本次实验为了对比 DNNBERT 模型的优劣性, 分
别和 TextCNN, TextCNN_Att, ALBERT, FastText,
BERT-LARGE, 几种模型进行了对比, 表 3是 DNNBERT
模型的参数设置.
 

表 3     DNNBERT模型参数设置
 

参数名称 参数值

hidden_dropout_prob 0.1
hidden_size 768

num_hidden_layers 12
num_attention_heads 12
intermediate_size 3072

hidden_act gelu
embedding_size 128
learning_rate 1e–5

 
 

表 3中 hidden_ dropout_prob表示隐层 dropout率,
h idden_size 表示隐藏层神经元数 ,  num_hidden_
layers 表示 Transformer  encoder 中的隐藏层数 ,
num_attenti on_heads 表示 multi-head attention 的

head 数 intermediate_size 表示 ALBERT encoder 的中

间隐层神经元数 (例如 feed-forward layer), hidd -
en_act: 隐藏层所采用的激活函数, embedding _ize表示

输入向量的大小, 短补长切.
实验采用的机器参数 Linux 系统, CPU 核数为

8 核, 内存大小为 40 GB, 一张 GPU 卡, batchSize 表示

训练时每批数据的数量 ,  每批次数据量为 1000 条 ,
epoch 表示迭代训练的次数, 训练 10 000 次, learning_
rate学习率表示模型学习的准确率. 

3.4   实验结果

本文先后做了 5组实验, 分别为 A组、B组、C组、

D 组、E 组 .  在进行模型对比实验时 ,  DNNBERT,
TextCNN_Att, ALBERT, TextCNN, FastText等 5个模

型的参数不变, A, B, C, D, E 五组的数据也不变, 评价

指标主要采用了综合精确率和召回率的 F1 值进行对

模型进度评估, 在相同实验环境下, 5 组实验 F1 Score
精度对比结果如表 4所示.

图 3 是对应的表 4 数据的可视化, 即每个模型在

每组实验数据集上的 F1 Score的可视化展示.
 

表 4     模型精度对比表
 

模型 A B C D E
TextCNN_Att 0.5 0.8 0.76 0.8 0.78
DNNBERT 0.67 0.73 0.8 0.85 0.9
ALBERT 0.63 0.75 0.84 0.71 0.78
TextCNN 0.7 0.73 0.73 0.77 0.73
FastText 0.65 0.76 0.67 0.76 0.67

 
 

我们选择选择的模型评价标准为 F1 Score, 横坐

标 1,2,3,4,5 分别表示 5 组实验, 纵坐标分别表示模型

的 F1值, 范围从 0到 1, 从图 3中可以得出以下结论.
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图 3    模型精度对比图

 

(1) 模型的精度随着训练数据量的增加而正比提

高, 在第一次实验中, 可以观察到模型的精度层次不齐,
随着后面多次实验, 精度逐渐趋于稳定.

(2) DNNBERT 模型随着训练次数的增加, 效果相

比其他对比模型, 精度领先于其他模型.
(3) 在经过 5 次实验之后, DNNBERT 模型的精度

最高, 其次是 TextCNN_Att 模型, 即 DNNBERT 相比

TextCNN_Att, 精度提高了 0.12, 分数最低的是 FastText
模型, F1 值为 0.67, DNNBERT 相比 FastText, 精度提

高了 0.23.
综上, 我们可以得出结论, 本文提出的联合知识的

融合训练模型, 在处理短文本分类场景时, 十分具有优

越性, 同时也说明了集成训练模型的优越性, 成为了只

能分诊场景最优的解决方案. 

4   结论与展望

本文在解决中文短文本分类的问题中, 提出了一

种基于 ALBERT模型和 DNN网络的双塔模型的知识
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融合训练模型 DNNBERT, 并与 TextCNN, ALBERT,
TextCNN_Att,  FastText 模型进行对比 ,  先后做了

A组、B组、C组、D组、E组 5组实验, 对比实验时

的测试数据量是总数据的 1/5. 5 组实验测试数据总数

为 73 823, 平均分为 5 组, 每组 14 764 条. 实验结果表

明, 融合知识的联合训练模型 DNNBERT 模型在科

室分类中效果好于 CNN (TextCNN,TextCNN_Att,
FastText) 和 ALBERT. 下一步将对模型中文本编码的

长度与神经网络隐藏层的个数和预测结果间的关系进

行研究, 来找出最优的模型参数, 并且也会让模型不断

的融合更多的外部知识, 提高模型的泛化性. 除了模型

的精度提升之外, 还会在模型的速度方面去提升, 后期

希望引入蒸馏, 剪枝等技术将自己的模型不但从精度

方面提升到最强, 也希望训练的速度足够快, 从而可以

适用于工业生产. 
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