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摘　要: 针对隧道施工过程中沉降量精准预测问题, 提出了一种基于时空特征区域神经网络的施工隧道沉降量预测

方法. 依据当前隧道地表下沉量, 通过有效融合多维空间特征量, 对未来的演化趋势做出合理预测. 以白家庄隧道栾

川端的地表观测数据为例, 对所提方法的预测性能进行算例分析. 结果表明: 所提预测方法对隧道地表沉降量数据

均有较准确的预测效果, 且预测结果也具有一定的鲁棒性. 研究可应用于实际隧道施工的监测管理过程.
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Abstract: To achieve accurate prediction of settlement during tunnel construction, this study proposes a prediction
method for settlement in construction tunnels through neural networks based on spatiotemporal feature region. This
method effectively integrates multi-dimensional spatial characteristics and makes a reasonable prediction of the future
evolution trend according to the current tunnel ground settlement. Taking the ground observation data at the Luanchuan
end of Baijiazhuang Tunnel as an example, this study analyzes the prediction performance of the proposed method. The
prediction results show that the sensing data of tunnel ground settlement is accurate and robust. The research can be
applied to the monitoring and management process of actual tunnel construction.
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当前, 国内隧道建设进程处于高速发展阶段, 且正

由东部转站中西部. 在复杂山区地形下, 隧道施工存在

高风险、管理难、施工方式落后等诸多问题. 通过各

类传感器可以辅助监测隧道的施工及安全状态, 并为

管理和施工者提供合理决策. 针对实时监测量仅能反

映出隧道当前的各项安全指标, 对于未来可能出现的

潜在风险并没有前瞻性的不足, 国内外诸多学者开展

了针对隧道地表下沉量、拱顶下沉量和周边收敛量等

预测研究, 并取得了一定的研究成果. 总体而言, 对于

隧道变形预测的方法主要有经验法、回归分析法、灰
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色系统理论模型、人工神经网络等. 对于经验法, 因为

存在较大的主观性, 现已采用较少, 多为辅助使用, 回
归分析法介于只适用于一些静态数据的处理, 因此很

难用于隧道沉降这种动态的模型分析, 灰色理论法, 该
法于 1982 年由邓聚龙教授提出[1], 最早被用于农业和

经济领域, 随着经济建设的发展, 逐步被运用于土木工

程领域, 并在建筑物的沉降、边坡的长期变形预测、

混凝土长期强度的变化的预测等方面取得一定成果,
如胡亮等[2] 对高速公路隧道进行灰色理论模型预测,
贾承辉等[3] 基于激光断面仪运用灰色理论对隧道进行

变形预测, 胡达[4]、张锦等[5] 基于改进灰色理论模型对

隧道围岩变形进行监测, 并取得较好的监测效果. 但随

着实际工程应用的增多以及对该理论研究的深入, 诸
多学者发现, 灰色理论对数据的要求较高, 要求数据具

备指数递增或单调性, 在很大程度上限制了它在具有

非线性变形特点的隧道上的应用.
基于数字技术的发展, 人们对神经网络的研究越

来越深入, 目前, 各类人工智能算法已经得到突飞猛进

的进步, 包括经典的 BP神经网络以及新型的诸如长短

期记忆人工神经网络 (LSTM) 等深度学习算法在计算

机视觉、语音识别、文本分类等领域都得到了广泛的

应用并取得了良好的效果. 在隧道监测领域也有部分

应用, 例如, 廖小辉等[6] 基于 BP 神经网络分析预测了

混凝土的抗压强度变化, 赵挚南等[7–9] 结合数值分析软

件研究了基于 BP 神经网络邻近地铁基坑土体参数反

演规律的变化, 且取得了较好的分析结果. 武铁路[10]

以广州地铁 7 号线为例, 采用深度学习方法对破碎带

盾构施工沉降进行预测分析, 并分析了预测结果与实

测值来验证预测模型的有效性. 曾学宏等[11] 将 LSTM
网络应用于地铁隧道的沉降变形分析, 并取得了较高

的预测精度. 孙钧等[12–15] 将人工神经网络和智能模糊

逻辑应用于施工变形预测, 且已经在上海沿江通道中

得到阶段性试验应用.
然而, 相较于回归分析、支持向量机等经典方法,

人工神经网络在隧道施工安全状态监测领域应用的研

究仍较为欠缺[16–18]. 目前人工神经网络在隧道施工安

全状态监测领域应用已经得到验证, 但是目前的研究

主要是将人工神经网络运用在参数明确、机械化程度

高的盾构隧道工程中, 对爆破等施工因素引起的隧道

地表下沉预测研究较少; 且现有监测方法多为基于时

间序列的指标预测, 鲜有文献将隧道指标的监测特征

区域作为人工神经网络的分析、拟合和预测对象.
鉴于此, 本文提出了一种基于特征区域 (feature

region, FR) 神经网络的隧道地表沉降状态预测模型.
通过采集白家庄隧道栾川端的地表观测数据对所提方

法的预测性能进行算例分析, 以此检验基于时空特征

区域神经网络的施工隧道沉降量预测方法的准确性和

可靠性. 

1   基于 FR神经网络的构建 

1.1   建模思想

在隧道领域, 基于神经网络构建的模型越来越多,
总结来说主要有对围岩的变形预测、隧道地表沉降的

预测、隧道岩体位移的预测、隧道支护形式的稳定性

的评价等, 更具体的来说, 以往对隧道的变形方面的预

测都是基于时间特性的预测, 但传统的基于时间序列

的隧道地表沉降量预测方法多数只考虑了时间特性,
而在时空特征等方面却很少有考虑, 而实际隧道的变

形却是一个随时空变化的动态变形过程, 这种过程不

仅融合了时间特性, 更是与周边环境气候等多因素相

关, 因此, 为准确预测隧道的沉降量, 预测模型的关注

量融合了隧道时空特征的监测状态, 而非单一时间序

列下的指标. 经典预测算法的技术路线和基于 FR的技

术路线对比图如图 1所示.
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图 1    技术路线对比
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基于 FR的人工神经网络隧道特性状态预测步骤为:
首先, 基于大量实测隧道监测历史数据筛选能够代表

隧道施工状态的特征变量, 并借助多源数据融合提取

关键变量; 其次, 通过人工神经网络 (BP神经网络、LSTM
神经网络) 训练学习诸如地表下沉量、拱顶下沉量和

周边收敛量等隧道特性数据的典型演化趋势; 最后, 依
据训练后的神经网络做出空间特征度量的状态预测,
为隧道监测即施工管理规划提供合理建议与参考.

需要说明, 上述隧道特征量的筛选主要用到K-means
聚类方法: 首先, 随机选取 k 个聚类中心, 并计算各特征

点与聚类中心的多维空间距离; 其次, 依据计算结果为各

特征点分配簇, 并计算簇心; 随后, 迭代计算特征点群的

空间距离, 确定相应的簇及簇心, 直至满足终止条件; 最
后, 当各特征点距离簇心的全局误差平方和满足设定

要求后, 终止迭代计算. 特征区域可以反映出沉降量、

收敛量等的平均演化特征, 减小神经网络的计算复杂度. 

1.2   空间特征度量

为衡量个体特征点之间的相关性, 常采用如下两

种距离计算方法, 即切比雪夫距离和曼哈顿距离. 个体

特征点在多维空间中的无量纲距离越远就表明个体差

异性越大.
(1)切比雪夫距离 (CD)
CD的具体计算公式如式 (1)所示:

CD(E,U) := lim
q→∞

 m∑
j=1

∣∣∣e j−u j
∣∣∣k

1/k

=max
∣∣∣∣∣e j−u j

∣∣∣∣∣ , j ∈ m

(1)

(2)曼哈顿距离 (MD)
MD的具体计算公式如式 (2)所示:

MD(E,U) :=
m∑

j=1

∣∣∣e j−u j
∣∣∣ (2)

 

1.3   网络架构

网络架构图如图 2 所示, 网络隐藏层选用 tansig
函数, 输出层选用 purelin 函数. 对于 BP 神经网络, 隐
藏层神经网络的个数选择如经验公式 (3).

L =
√

I+O+δ (3)
其中, L 为网络隐藏层节点数, I 为输入层数, O 为输出

层数, δ 为经验选取值, 一般取值在 1–10之间.
定义网络传播误差为:

E =
1
2

N∑
n=1

K∑
k=1

(pn,k − p̂n,k)2 (4)

p̂n,k pn,k其中,   为最终估计量,  表示观测量. 均方误差用

来平均网络的整体性能. 学习过程中通过不断调整权

重与偏置参数来提升网络性能. 网络参数的更新通过

梯度下降算法实现. 为减小计算量, 提升计算效率, 将
如式 (5)所示的链式法则应用于网络更新.

∂E
∂w
=
∑

i

∑
j

∂E
∂x+i j

∂y+i j

∂x+pq

=
∑

i

∑
j

δi j
∂

∂x+pq

∑
p

∑
q

w+pqy+i+p, j+q+b+


=
∑

i

∑
j

δi jy−i+p, j+q (5)
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图 2    神经网络架构图

 

图 2所示神经网络的输入为隧道地表下沉量的观

测平均值、相对变化值和累计变化值经聚类后的监测

量. 隐藏层依据经验公式 (3)选择神经元个数为 10. 输
出层的输出量分别为沉降量的观测平均值、相对变化

值和累计变化值的预测值. 

2   工程实例 

2.1   数据来源

此工程采用的数据均来源于河南省郑西高速栾双

段白家庄隧道栾川端的左线和右线地表实时观测数据,
隧道左线桩号 ZK104+214–ZK105+526, 全长 1 312 m;
右线桩号 K104+116–K105+416, 全长 1 300 m, 为河南

省郑西高速栾双段在建隧道群中最长隧道, 隧道地处

于华北陆块南缘与秦岭构造带的结合部位, 大部分位

于昆仑–秦岭构造带东段, 在该段岩片北边界附近常见

古生代辉长闪长岩及斜长花岗岩侵入体成带分布, 它
们是二郎坪群火山活动晚期的同源岩浆侵入活动产物,
Ⅳ、Ⅴ级围岩居多, 且岩体性质较不稳定, 在隧道开挖

过程中, 常伴有围岩脱落等情况, 容易造成超挖等现象,
被工程建设称为 “最难啃的骨头”, 因此, 隧道采用台阶

法开挖, 并严格遵守短进尺、弱爆破原则.
为防止隧道因爆破等施工因素引起隧道较大的变

形沉降, 提出了基于特征区域神经网络的隧道地表沉

降状态预测模型进行案例分析, 以准确对隧道开挖过

程中可能出现的变形进行准确及时预测. 数据采集时
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段为 2019 年 8 月 25 日–2019 年 9 月 14 日, 每日观测

3 次, 最终的监测数据取为 3 次观测的平均值. 数据分

别采集自桩号 K104+116-2.1、K104+126-1.2 和

K104+126-1.3. 

2.2   隧道地表下沉量监测量

(1)桩号 K104+116-2.1传感器

表 1 为隧道右线栾川端桩号 K104+116-2.1 传感

器的地表下沉量监测数据. 施工状态的监测数据可以

反映出隧道当前的安全状态, 若超出预警值则需要及

时停止施工, 重新评估设计方案及施工. 但传感器的监

测数据是实时反映隧道当前安全指标, 并不具备前瞻

性和预测性.
 

表 1     隧道右线栾川端地表下沉量测记录表

(桩号 K104+116-2.1)
 

测次编号 量测日期
观测值 (m)

第1次 第2次 第3次
1 2019.08.25 477.938 477.938 477.938
2 2019.08.26 477.936 477.936 477.936
3 2019.08.27 477.935 477.935 477.935
4 2019.08.28 477.933 477.933 477.933
5 2019.08.29 477.931 477.931 477.931
6 2019.08.30 477.927 477.927 477.927
7 2019.08.31 477.927 477.927 477.927
8 2019.09.01 477.927 477.927 477.927
9 2019.09.02 477.927 477.927 477.927
10 2019.09.03 477.926 477.926 477.926
11 2019.09.04 477.925 477.925 477.925
12 2019.09.05 477.925 477.925 477.925
13 2019.09.06 477.925 477.925 477.925
14 2019.09.07 477.925 477.925 477.925
15 2019.09.08 477.924 477.924 477.924
16 2019.09.09 477.921 477.921 477.921
17 2019.09.10 477.921 477.921 477.921
18 2019.09.11 477.921 477.921 477.921
19 2019.09.12 477.921 477.921 477.921
20 2019.09.13 477.921 477.921 477.921
21 2019.09.14 477.921 477.921 477.921

 
 

(2)桩号 K104+126-1.2传感器

表 2 为隧道右线栾川端桩号 K104+126-1.2 传感

器的地表下沉量监测数据. 在实际隧道施工中, 传感器

需在各受力关键部位多点安放, 来综合反映出隧道总

体情况. 因此文中另选取同一隧道的不同部位传感器

进行监测分析.
(3)桩号 K104+126-1.3传感器

表 3 为隧道右线栾川端桩号 K104+126-1.3 传感

器的地表下沉量监测数据. 为防止预测算法仅适用于

特定传感器数据, 而不具有普适性, 即出现过拟合现象.
加设桩号 K104+126-1.3 传感器为预测结果进行验证

分析.
 

表 2     隧道右线栾川端地表下沉量测记录表

(桩号 K104+126-1.2)
 

测次编号 量测日期
观测值 (m)

第1次 第2次 第3次
1 2019.08.25 478.214 478.214 478.214
2 2019.08.26 478.212 478.212 478.212
3 2019.08.27 478.211 478.210 478.211
4 2019.08.28 478.208 478.208 478.208
5 2019.08.29 478.206 478.206 478.206
6 2019.08.30 478.205 478.205 478.205
7 2019.08.31 478.200 478.200 478.200
8 2019.09.01 478.200 478.200 478.201
9 2019.09.02 478.199 478.199 478.199
10 2019.09.03 478.198 478.198 478.198
11 2019.09.04 478.198 478.198 478.198
12 2019.09.05 478.198 478.198 478.198
13 2019.09.06 478.197 478.197 478.197
14 2019.09.07 478.196 478.196 478.196
15 2019.09.08 478.195 478.195 478.195
16 2019.09.09 478.194 478.194 478.194
17 2019.09.10 478.193 478.193 478.193
18 2019.09.11 478.193 478.193 478.193
19 2019.09.12 478.193 478.193 478.193
20 2019.09.13 478.192 478.192 478.192
21 2019.09.14 478.192 478.192 478.192

 

表 3     隧道右线栾川端地表下沉量测记录表

(桩号 K104+126-1.3)
 

测次编号 量测日期
观测值 (m)

第1次 第2次 第3次
1 2019.08.25 478.248 478.248 478.247
2 2019.08.26 478.246 478.246 478.246
3 2019.08.27 478.245 478.245 478.245
4 2019.08.28 478.244 478.244 478.244
5 2019.08.29 478.243 478.243 478.243
6 2019.08.30 478.235 478.235 478.235
7 2019.08.31 478.235 478.235 478.235
8 2019.09.01 478.235 478.235 478.235
9 2019.09.02 478.233 478.233 478.233
10 2019.09.03 478.233 478.233 478.233
11 2019.09.04 478.233 478.233 478.233
12 2019.09.05 478.233 478.233 478.233
13 2019.09.06 478.232 478.232 478.232
14 2019.09.07 478.231 478.231 478.231
15 2019.09.08 478.231 478.231 478.231
16 2019.09.09 478.231 478.231 478.231
17 2019.09.10 478.231 478.231 478.231
18 2019.09.11 478.231 478.231 478.231
19 2019.09.12 478.230 478.231 478.230
20 2019.09.13 478.229 478.229 478.229
21 2019.09.14 478.229 478.229 478.229
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3   结果与分析

图 3 显示了桩号 K104+116-2.1 传感器数据采用

与预测结果. 图 3(a) 分别对比了沉降量的观测平均

值、相对变化值与累计变化值的观测量和相应的预测

量. 实线代表每天的实际观测量, 虚线代表依据历史观

测数据预测到的沉降及其变化量. 图 3(b) 显示神经网

络训练曲线、最优训练结果和目标, 结果显示在 105代
达到了最优训练表现, 即 0.009 510 5. 图 3(c)显示了神

经网络的训练状态, 在 105 代即结束代的梯度和学习

率分别为 0.017 479 和 1.678 3. 图 3(d) 为网络回归分

析, 结果显示拟合数据与训练数据间的相关度为 0.971 5,
即具有较高的相关性.
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图 3    桩号 K104+116-2.1传感器数据预测结果
 

为了确保所提预测模型的可靠性 ,  另选择桩号

K104+126-1.2 传感器数据进行验证分析. 图 4 显示了

桩号 K104+126-1.2传感器数据采用与预测结果. 图 4(a)
分别对比了沉降量的观测平均值、相对变化值与累计

变化值的观测量和相应的预测量. 实线代表每天的实

际观测量, 虚线代表依据历史观测数据预测到的沉降

及其变化量. 图 4(b) 显示神经网络训练曲线、最优训

练结果和目标, 结果显示在 122 代达到了最优训练表

现, 相比于图 3的结果迭代次数有所延长. 最优训练结

果为 0.009 827 5, 相比于图 3所示结果0.009 510 5, 性
能有轻微降低. 图 4(c) 显示了神经网络的训练状态,
在 122代即结束代的梯度和学习率分别为 0.009 592 4
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和 3.846 8, 可以看出学习率相比于图 3(c)步长较长, 可
能在优化过程中产生了振荡. 图 4(d)为网络回归分析,

结果显示拟合数据与训练数据间的相关度为 0.950 24,
总体来说仍具有较高的相关性.
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图 4    桩号 K104+126-1.2传感器数据预测结果
 

同理, 选择桩号 K104+126-1.3 传感器数据进行验

证分析. 图 5显示了桩号 K104+126-1.3传感器数据采

用与预测结果. 图 5(a) 分别对比了沉降量的观测平均

值、相对变化值与累计变化值的观测量和相应的预测

量. 实线代表每天的实际观测量, 虚线代表依据历史观

测数据预测到的沉降及其变化量. 图 5(b) 显示神经网

络训练曲线、最优训练结果和目标, 结果显示在 333代
达到了最优训练表现, 训练迭代次数均超出图 3和图 4

所示结果. 最优训练结果为 0.009 927 9. 图 5(c)显示了

神经网络的训练状态, 在 122 代即结束代的梯度和学

习率分别为 0.005 818 2和 3.694 4, 可以看出学习率相

比于图 3(c) 步长较长, 可能在优化过程中产生了振荡.
图 5(d) 为网络回归分析, 结果显示拟合数据与训练数

据间的相关度为 0.961 93, 相关性介于图 3 与图 4 之

间, 预测的鲁棒性基本稳定.
综上所述, 针对桩号 K104+116-2.1、桩号 K104+
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126-1.2 和 K104+126-1.3 的隧道地表沉降量传感数据

均有较准确的预测效果, 且预测结果也具有一定的鲁

棒性, 未出现过拟合情况, 可应用于实际隧道施工的监

测管理过程.
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图 5    桩号 K104+126-1.3传感器数据预测结果
 
 

4   结论与展望

本文对时空特征区域神经网络在施工隧道沉降量

预测中的应用展开了深入的研究和分析, 并以此提出

了一种基于特征区域的神经网络隧道状态监测模型,
且依据白家庄隧道实例地表下沉量对未来的演化趋势

做出合理预测, 得出以下几点结论.
(1) 基于特征区域的神经网络模型能够有效融合

多维空间特征量, 预测结果具有精准性和鲁棒性的特

点, 并能解决传统神经网络易出现过拟合的现象.

(2) 基于特征区域的神经网络模型相比于经典技

术路线能更合理准确地预测出隧道地表下沉量, 在隧

道管理施工领域有一定应用价值.
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