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摘　要: 针对目前沥青路面裂缝检测存在的识别率低和细微裂缝在复杂背景下难以检测的问题, 提出了基于改进

Faster-RCNN的裂缝检测方法. 首先, 通过多功能路面检测车采集路面图像, 将 13 000张图片按 8:2的比例分为训练

集和测试集来建成路面裂缝检测数据集; 然后分别采用 VGG16、MobileNet-V2和 ResNet50网络替换 Faster-RCNN
模型中的特征提取网络对裂缝进行识别, 结果表明, ResNet50与 Faster-RCNN结合对裂缝的检测准确率达到 0.805 8,
效果最好; 裂缝都分布在同一水平面上, 不存在层次信息, 因此将 ResNet系列其它网络与 Faster-RCNN模型结合,
以期得到更好的检测效果, 结果表明, 相比于 ResNet18和 ResNet101, 还是 ResNet50检测性能最好; 由于还存在细

微裂缝漏检的问题, 将 CBAM模块引入 ResNet50, 并且比较不同插入位置对检测准确率的影响. 实验表明, 改进的

Faster-RCNN模型检测精准度达到 85.64%, 能有效检测出复杂背景下的细微裂缝.
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Abstract: Given the low recognition rate and the difficulty in detecting small cracks in the asphalt pavement under

complex background, the crack detection method based on improved Faster-RCNN is proposed. First, the road surface

images are collected by the multifunctional road detection vehicle, and 13 000 pictures are divided into training sets and

test sets at a ratio of 8:2. Then VGG16, MobileNet-V2, and ResNet50 networks are utilized to replace the feature

extraction network in the Faster-RCNN model to identify the cracks. The results show that the combination of ResNet50

and Faster-RCNN can achieve the best result with an accuracy of 0.805 8. The cracks are distributed on the same level

without hierarchical information. Therefore, other ResNet networks are expected to work better with the Faster-RCNN

model. However, it turns out that ResNet50 still outperforms ResNet18 and ResNet101. In the case of missed detection of

small cracks, the convolutional block attention module (CBAM) module is also introduced into ResNet50 and the

influence of different insertion positions on the detection accuracy is compared. Experiments show that the improved

Faster-RCNN model has a detection accuracy of 85.64%, which can effectively detect small cracks under complex

backgrounds.
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随着我国高速公路的快速发展, 现在已经进入高

速公路的养护阶段, 因此路面病害的及时发现和修复

就变得尤为重要. 裂缝作为路面病害早期的表现形式,
它的及时发现和防止能够有效地防止其发展成更严重

的路面病害, 延长公路使用寿命. 所以, 高效、安全的

裂缝检测方法对于制定科学的公路养护决策具有重要

的实际意义[1,2].
为了解决路面裂缝自动检测的问题, 国内外众多

学者做出了很多研究. 李清泉等使用最小代价路径搜

索算法进行裂缝检测, 该方法虽然准确性高, 但易受光

线的影响[3]. 曹建农等采用中值转换的方法实现了路面

裂缝损伤自动识别和特征测量, 但其操作过程复杂, 难
以实现快速的批量检测[4]. 任亮等采用脊线检测方式对

所有可疑裂缝目标进行标注, 使用 Prim算法构造最小

生成树使所有不连续裂缝相连, 通过裂缝的方向和对

比度特征删除所有强制伪连接, 最后对断裂裂缝进行

填充, 获得完整裂缝结构[5]. 李伟等对预处理后的三维

路面裂缝图像以聚类方式进行识别, 然后通过计算路

面裂缝圆形度判断路面裂缝的类别, 并对网状裂缝的

破损程度进行参数分析[6]. 邱延峻等通过检验三维路面

裂缝的倾斜度、高斯分布、边缘梯度 3 种主要特征,
可以有效地提取裂缝, 得到完整的路面裂缝二值图像[7].

随着深度学习的发展, 其也在路面裂缝检测中得

到了广泛应用. Qiao 等提出了一种新的基于深度特征

聚合网络的裂缝检测算法, 该算法采用了空间通道挤

压和激发注意机制模块[8]; Li 等提出了一种基于快速

区域卷积神经网络和形态学特征提取技术的像素级裂

缝检测方法[9]; Wan 等提出了一种基于编解码网络的

架构 CrackResAttentionNet, 在每个编码器后连接位置

注意模块和通道注意模块, 以总结远程上下文信息[10];
Qu等通过一种新的多尺度卷积特征融合模块, 提出了

一种用于裂纹检测的深度监督卷积神经网络, 在多尺

度卷积特征融合模块中, 高级特征在不同的卷积阶段

被直接引入到低级特征中[11]; 吴秋怡提出一种语义分

割网络模型, 将裂缝图片与对应标签进行逐像素的学

习与训练, 从而使训练出的网络模型能够识别裂缝的

具体区域和形态, 实现像素级的识别精度[12]; 蔡志兴等

提出了一个名为 Crack U-Net的像素级分类模型[13]; 孙
朝云等提出了一种基于深度卷积神经网络融合模型的

路面裂缝识别方法, 用 SSD 网络模型进行裂缝分类检

测, 用 U-Net网络模型进行裂缝分割, 并且用深度残差

网络替换两个网络中的特征提取网络[14]; 沙爱民等将

卷积神经网络技术引入了基于图像分析的路面病害识

别与测量[15]; 李永绪等提出一种基于卷积神经网络的

沥青路面裂缝识别方法, 融合了 CLAHE 与深度学习

算法[16].
综上所述, 虽然国内外关于路面裂缝检测的研究

很多, 但是几乎没有一种相对成熟并且能应用到实际

路面检测中的方法. 而且现有的大多数研究中, 实验所

用的数据集多为手机或商用摄像头拍摄, 这也成了实

验成果向实际应用转化的阻力. 因此, 本文应用实际道

路检测中的路面图像作为实验数据集, 结合多模型特

征提取网络和注意力机制, 提出了一种改进的 Faster-
RCNN沥青路面裂缝检测方法, 研究路线如图 1所示.
 

数据的采集和
数据集的建立

网络模型的选择

不同特征提取网络
之间的对比试验

ResNet 系列特征
提取网络的实验

在不同位置加入
CBAM 模块的实验

 
图 1    研究路线

  

1   数据集的准备与制作

裂缝图像的采集和数据集的建立是实验准备阶段

的主要工作. 为了便于将实验成果向实际应用转化, 裂
缝图片应该尽可能地来自实际的路面检测实验中, 所
以本实验所用数据集中的图片, 全部都是由道路病害

检测时所用的多功能道路检测车在高速公路上拍摄所得.
实验数据采集设备为多功能道路检测车, 采集设

备如图 2 所示. 检测车上用于采集路面信息的相机为

两个相同的并行排列的线阵相机, 每个相机拍摄范围

为 2 m, 检测车的最大路面检测宽度为 4 m, 可以实现

对单车道的覆盖. 线阵相机的检测分辨率为 1 mm, 采
集到的路面信息的图片上的每个像素都对应真实路面

上 1 mm的距离, 清楚地了解采集到的图片中裂缝的实

际尺寸.
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图 2    多功能道路检测车示意图
 

检测车输出的路面信息的图片为 2944×2048, 图像

尺寸太大, 不便于输入深度学习网络进行学习. 因此需

要对图片进行分割. 实验将图片分割为 500×500 大小,
对于原图片边缘, 分割后不够 500×500 大小的图片进

行舍弃. 然后从分割后的图片中选择包含有路面裂缝

的图片 13 000张.
检测车采用 LED 阵列照明, 由于光照不均匀的影

响, 因此采集到的路面图像存在光暗相间的条纹, 这是

本文的路面图像与自然光照条件下采用手机或商用摄

像机拍摄所得路面图像的区别. 图 3 是自然光照条件

下拍摄的路面图像, 图 4 是检测车拍摄的路面裂缝图

像. 因此, 本文的路面图像拥有更加复杂的背景.
 

(a) 图像 1 (b) 图像 2

(c) 图像 3 (d) 图像 4 
图 3    自然光照条件下拍摄的路面裂缝图像

 

(a) 横缝图像 (b) 纵缝图像  (c) 网裂图像 
图 4    3种裂缝图像

 

本实验将裂缝主要分为 3 类: 横向裂缝 (简称“横
缝”), 纵向裂缝 (简称“纵缝”) 和网状裂缝 (简称“网

裂”). 《公路技术状况评定标准》中对横缝和纵缝的定

义比较模糊, 并且对网裂没有外观上的定义. 因此, 在
本实验中, 制作数据集时, 按照如下对各类裂缝的定义

对图片进行标记 (图片的水平方向为与行车方向垂直

的方向):
(1) 横向裂缝: 对于单个裂缝, 如果该裂缝在与水

平方向上的投影与在垂直方向上的投影的比例≥1, 则
认为该裂缝是横向裂缝, 如图 4(a).

(2) 纵向裂缝: 对于单个裂缝, 如果该裂缝在垂直

方向上的投影与在水平方向上的投影的比例≥1, 则认

为该裂缝是横向裂缝, 如图 4(b).
(3) 网状裂缝: 如果该裂缝形成了闭合区域, 则认

为该裂缝是网状裂缝, 如图 4(c).
数据集 13 000张图片中, 有横缝图片 6 686张, 纵

缝图片 5 750张, 网裂图片 564张. 

2   Faster-RCNN概述

2017 年, Ren 等在检测准确率和检测速度两点对

Fast-RCNN进行改进, 建立了 Faster-RCNN方法[17], 该
方法在主要作出以下两点改进:

(1) 产生候选框的方法由区域生成网络 (region
proposal network, RPN)代替原来的 selective search方
法 ,  使得候选框的数量从原有的约 2 000 个减少到

300 个, 而且候选框的质量也有明显提高, 有效提升训

练和测试时的速度;
(2) 产生候选框的卷积网络和目标检测的卷积网

络共享.
其主要网络结构如图 5 所示. 网络结构由 4 部分

组成.

2022 年 第 31 卷 第 7 期 http://www.c-s-a.org.cn 计 算 机 系 统 应 用

Research and Development 研究开发 343

http://www.c-s-a.org.cn


Feature map

Reshape Softmax Reshape Proposal ROIPooling
Bbox_pred

Softmax

Cls_prob
Im_info

3×3

1×1
36

18

Conv Pooling Full connection

1×1

ReLU
13 个 conv 层, 13 个 ReLU 层, 4 个 pooling 层P×Q M×N

 

图 5    Faster-RCNN网络结构模型
 

(1) 特征提取部分 :  对于输入网络的每张图片 ,
Faster-RCNN网络首先需要对输入进行一系列的卷积和

池化操作, 生成该输入对应的特征图. 而且, 相对于 RCNN
对于每个候选框进行特征提取操作产生大量的冗余的

卷积操作, Faster-RCNN只需对全图进行一次特征提取

操作, 显著地提高了网络在特征提取操作时的速度.
(2)区域生成网络: 这是 Faster-RCNN网络中提出

的全新的结构 ,  用于生成候选框 ,  结构如图 6 所示 .
RPN 层的作用实际上相当于一个二分类的分类器, 先
在特征图 (feature map) 上均匀地生成一系列 K×H×W
大小的区域 (称为 anchors), 通过 Softmax 对这些区域

与标记的真实的数据进行对比, 确定这些区域所属的

类别, 即属于前景还是背景. 经过网络训练, 做好对

anchors 的前景和背景的标记之后, 就得到了目标的大

致位置. 最后, 再利用 bounding box regression对 anchors
的位置进行修正 ,  得到更为准确的目标位置 (称为

proposals).
 

Reshape Softmax Reshape Proposal

Im_info
3×3

1×1
36

18
1×1

 
图 6    RPN网络结构

 

(3) ROI 池化层: 该层收集第 (2) 步中输出的特征

图和 proposals 信息, 对其进行归一化后, 形成固定长

度的输出, 送入后面的全连接层进行目标分类.
(4) 分类回归层: 利用 ROI 池化层的输出, 对得到

的 proposals进行分类, 并且再次用 bounding box regre-
ssion对其位置进行修正, 得到最终的目标位置. 

3   基于改进 Faster-RCNN的沥青路面裂缝识

别方法的实现

整个数据集中包含 13 000 张路面裂缝图像, 实验

中按照 8:2的比例将数据集分为训练集和测试集. 为了

保证训练集和测试集图像分配的均衡性, 采用随机挑

选的方式选出 2 600张图片作为测试集, 剩下的图像则

为训练集. 然后将训练集中的 10 400 张路面图像输入

网络中进行训练. 网络采用 SGD 优化器, 优化器参数

和网络训练时的其他参数设置如表 1所示.
 

表 1     网络训练时的参数设置
 

参数 数值 含义

optimizer SGD 优化器

base_lr 0.005 基础学习率

step_size 3 base_lr的参数

gamma 0.33 base_lr的参数

weight_decay 0.000 5 权重衰减项

momentum 0.9 梯度更新权值

iou_threshold 0.7 前景分类阈值

batch_size 4 批量训练的批大小

workers 2 加载数据线程数

epochs 30 训练轮数
 
  

3.1   实验平台

硬件: CPU 为英特尔 i5 的计算机一台, 操作系统

为Windows 10.
软件: 实验采用 Anaconda3软件, 在 PyTorch框架

下运用了 numpy、PIL等库进行实验, 也用到了 Google
浏览器中云端硬盘的 Colab服务等. 

3.2   不同结构的特征提取网络的实验

为了验证 Faster-RCNN在不同的特征提取网络下

的性能. 实验选取 VGG16、MobileNet-V2、ResNet50
三种特征网络从 mAP和总损失两方面进行对比, 以构
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建精确度高、速度更快的 Faster-RCNN网络. 3种网络

的实验结果如图 7所示.
VGG16、MobileNet-V2 和 ResNet50 平均每轮的

训练时间分别为 238 s、204 s、327 s, ResNet50 平均

每轮训练时间比 VGG16和MobileNet-V2分别高了 89 s
和 123 s. 但是根据图 7 的实验结果, ResNet50 对裂缝

的检测精度在其余两种网络上方, 训练总损失在其余

两种网络下方 ,  因此检测效果明显优于 VGG16 和

MobileNet-V2, 平均检测精确度达到 80.58%.
 

(a) 不同网络模型训练过程中 mAP 的变化

(b) 训练阶段总损失的变化
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图 7    3种网络模型的实验结果

 

鉴于以上实验结果, 对 3 种特征提取网络的网络

结构进行分析. 3种网络的结构参数如表 2所示.
 

表 2     3种网络模型的结构参数
 

网络模型 网络深度 卷积核尺寸 输出的特征图通道数

VGG16 16 3×3 512
MobileNet-V2 53 1×1, 3×3 1 280
ResNet50 54 1×1, 3×3, 7×7 2 048

 
 

由表 2可知, VGG16只有 16层, 而MobileNet-V2
和 ResNet50 网络层数相当, 分别为 53 层和 54 层, 因
此 MobileNet-V2 和 ResNet50 能提取到更多的裂缝信

息; VGG16 只用了 3×3 大小的卷积核, MobileNet-V2
使用 1×1 和 3×3 两种大小的卷积核, ResNet50 除了第

1 层卷积层使用了 7×7 大小的卷积核, 也是大量使用

了 1×1 和 3×3 两种大小的卷积核, 因为 1×1 和 3×3 两

种卷积核的使用, MobileNet-V2和 ResNet50比 VGG16
能从图像中获取更多的关于裂缝的细节信息; 从输出

的特征图通道数来看, 3 种网络的特征图输出分别是

512、1 280 和 2 048, 而输出的特征图通道越多, 就包

含越多的裂缝的特征信息. 综上所述, ResNet50在 3种
特征提取网络中具有最好的裂缝检测效果, 符合实验

结果. 因此, 在 ResNet50 对裂缝的识别精确度明显高

于另外另种网络的情况下, 选择 ResNet50网络模型进

行进一步实验. 

3.3   不同深度的特征提取网络的实验

如图 8, 在观察 ResNet50 与 Faster-RCNN 结合的

实验结果时发现, 细微裂缝的漏检问题并没有得到很

好地解决, 还是有比较多的细微裂缝漏检问题.
 

此处漏检

Transverse crack 0.89

 
图 8    裂缝漏检示例

 

在仔细对裂缝本身的特征进行分析之后发现, 虽
然裂缝相对于其他信息层次比较丰富的检测目标, 检
测特征简单, 且特征相对集中, 不存在目标之间重叠,
即不具备时空层次, 但是检测难度也较大. 因此, 为进

一步提高检测精确度和速度, 本文提出对 ResNet系列

的网络模型进行对比, 以获取性能更高的特征提取网

络. 实验结果如图 9所示.
ResNet18、ResNet50和 ResNet101平均每轮训练

时间分别为 168 s、327 s、393 s, ResNet50和 ResNet101
识别精确度变化曲线都在 ResNet18曲线上方, 总损失

曲线都在 ResNet18网络下方. ResNet50和 ResNet101
平均检测精确度分别达到 80.58%和 81.48%, ResNet101
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的精确度比 ResNet50高了 0.71%, 总损失也略低, 但平

均每轮训练时间比 ResNet50长了 66 s, 大约是 ResNet50

平均每轮训练时间的 20%.

这 3 种特征提取网络属于同一系列, 网络结构上

的差异不大, 因此主要是网络深度和输出的特征图通

道数影响网络的裂缝检测性能, ResNet18 网络层数和

输出的特征图通道较小, 因此检测精确度较 ResNet50

和 ResNet101 低, ResNet50 和 ResNet101 检测精确度

相差不大, 说明网络深度的提高, 对检测精确度的提高

有限, 反而导致训练时间明显延长. 而且, ResNet101也

没有很好地解决裂缝的漏检问题. 因此, 选择检测精确

度较高且训练时间更少的 ResNet50进行下一步实验.
 

(a) 不同网络模型训练过程中 mAP 的变化

(b) 训练阶段总损失的变化
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图 9    ResNet系列网络的实验结果

  

3.4   特征提取网络加入注意力机制

注意力机制, 是从人脑和人眼的感知机制中受到

启发, 将关注点聚焦在能够辅助判断的局部信息的机

制. 其本质是对实验感兴趣的信息进行定位, 对无用的

信息进行抑制, 即调整信息对应的权重, 使任务信息具

有较高的权重, 不相关的信息具有较低的权重, 最后的

输出结果一般都是权重图或者是权重特征向量. 从原

理上来说, 注意力机制主要分为空间注意力机制、通

道注意力机制、空间和通道混合注意力机制 3种.
CBAM (convolutional block attention module)模块

就是空间和通道混合注意力机制中具有代表性的网络,
结构如图 10所示. 其中通道注意力学习的是通道的重

要性, 空间注意力学习的是空间位置的重要性.
 

空间注
意力

通道注
意力

输入特征图 输出特征图

 
图 10    CBAM模块结构示意

 

输入图像经过 CBAM 模块运算后, 并不会改变尺

寸, 因此 CBAM 是一种“即插即用”模块. 由于注意力

模块能够对任务信息定位的特性, 实验选择在特征提

取网络 ResNet50中加入 CBAM模块. 但是为了不改变

ResNet50网络中残差块的结构, 实验选择在如图 11(a)
和图 11(b) 的两个位置加入 CBAM 模块, 分别记作插

入点“a”和插入点“b”. 对于这两个加入位置, 本文设计

了 3 个实验: 在插入点“a”和“b”分别加入 CBAM 模块

和在两个位置同时加入 CBAM模块, 分别记作实验方

案 A、B、C, 得到的实验结果如图 12所示.
ResNet50 和实验方案 A、B、C 的平均每轮训练

时间分别为 327 s、328 s、328 s、330 s, 训练时间相差

不大. 由图 12可得, ResNet50+A作为特征提取网络时,
与 ResNet50的检测精确度比较接近, 总损失也很接近;
ResNet50+B和 ResNet50+C与 ResNet50相比, 精确度

略有提高, 分别达到了 85.57% 和 81.61%, 总损失相

应地也有所下降. 对实验结果进行分析, ResNet50+
A 方案引入注意力模块时, 输入图像还未进行特征提

取, 图像中包含的信息还比较多, 并不容易定位到实验

感兴趣的区域; ResNet50+B 方案引入注意力模块时,
是在输入图像的特征图上进行操作, 特征图中包含更多

特征信息, 更大的感受野, 所以在提取特征后加入 CBAM
拥有更好的识别效果; ResNet50+C方案是在位置 a和
b 同时加入 CBAM, 可能是受到位置 a 处加入 CBAM
的影响, 所以此方案的识别效果并没有 ResNet50+B
好. 因此, ResNet50+B 具有最好的识别效果. 如图 13,
进一步查看裂缝检测结果, 与图 8相比, 裂缝的漏检问

题得到了有效的解决.
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图 11    CBAM模块与 ResNet50特征提取网络相结合的 3种实验方案
 
 

(a) 不同插入点训练过程中 mAP 的变化

(b) 训练阶段总损失的变化
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图 12    在不同位置加入 CBAM模块的实验结果

  

4   结语

对于沥青路面裂缝检测问题, 文中提出了一种改

进的 Faster-RCNN 网络模型, 包括不同特征提取网络

与 Faster-RCNN结合和在特征提取网络中加入 CBAM
模块的方法. 结果表明:

(1) 无论是与 VGG16、MobileNet-V2 相比, 还是

与同系列的 ResNet18、ResNet101 相比, ResNet50 都

具有更好的裂缝检测效果, 精度能达到 80.58%, 但是

细微裂缝的漏检问题依然存在;
(2) 针对裂缝的漏检问题, 将注意力机制加入特征

提取网络, 检测效果比调整前有所提高, 在特征提取结

束之后加入 CBAM模块的效果最好, 精度达到 85.57%,
并且之前漏检的裂缝能被有效地检测出来.
 

Transverse crack 0.78

Transverse crack 0.89

 
图 13    方案 B的裂缝检测结果
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