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摘　要: 车辆轨迹预测能够有效降低车辆轨迹突变造成的碰撞风险, 是实现安全驾驶的关键技术之一. 针对传统

轨迹预测算法缺乏对驾驶员意图分析的问题, 本文提出了一种融合生成对抗网络和驾驶意图识别的车辆轨迹预

测模型. 该模型基于生成对抗网络框架预测车辆轨迹, 并引入基于深度神经网络的变道意图识别模块识别驾驶员

的变道意图. 通过在公开数据集 NGSIM上与 LSTM、S-LSTM、CS-LSTM和 S-GAN模型进行对比试验, 实验结

果表明与其他轨迹预测模型相比, 本文提出的 CS-DNN-GAN模型具有较好的预测精确度.
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Abstract: Vehicle trajectory prediction can effectively reduce the collision risk caused by the sudden change of a vehicle
trajectory, which is one of the key technologies to achieve safe driving. To address the problem that the traditional
trajectory prediction algorithm lacks the analysis of the driver’s intention, this study proposes a vehicle trajectory
prediction model that integrates generative adversarial networks and driving intention recognition. The model predicts
vehicle trajectories under a generative adversarial network framework and introduces a deep neural network-based lane
change intention recognition module to identify the driver’s lane change intention. A comparison test with LSTM, S-
LSTM, CS-LSTM and S-GAN models is carried out on the public data set NGSIM. The experimental results show that
compared with other trajectory prediction models, the CS-DNN-GAN model proposed in this study has better prediction
accuracy.
Key words: trajectory prediction; driving intention; generative adversarial networks (GAN); long short-term memory
(LSTM)

 

 1   引言

近年来, 随着智能交通系统、车联网、智慧城市

等概念的提出和自动驾驶技术的不断发展, 依赖于车

辆轨迹的各种应用的需求不断扩大 ,  如交通事故预

防、交通拥堵缓解、城市交通管理等.

国内外学者对轨迹预测做了广泛研究. 多数轨迹

预测算法都是基于 LSTM的改进. Alahi等[1] 提出用于

行人轨迹预测的模型 Social-LSTM, 此模型将轨迹预测

问题看成序列生成任务, 并引入社交池化层 (social

pooling)在 LSTM之间共享信息. 郭景华等[2] 提出了一
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种基于深度学习的改进型 Bi-LSTM 神经网络预测车

辆的切入轨迹, 在双向长短时记忆网络的基础上引入

快捷连接, 并考虑了自车对周边车辆切入的影响. 秦胜

君等[3] 结合强化学习的 Q-learning 算法和深度学习的

LSTM 网络, 提出了一个多交互车辆轨迹预测模型 Q-
LSTM. Gupta等[4] 在 S-LSTM模型基础上提出一种新

颖的基于 GAN 的编码-解码器框架 Social-GAN, 该模

型可以较好地应用于行人轨迹预测领域.
也有众多学者提出识别驾驶意图并进行轨迹预

测. 季学武等[5] 提出了一种由驾驶意图识别和轨迹预

测模块组成的基于深度学习的轨迹预测模型, 该模型

弥补了传统轨迹预测在预测长时域轨迹方面的不足,
使驾驶意图的预判性和准确性得到显著提升. 但是该

模型适用于高速路段, 具有局限性. 温惠英等[6] 针对交

通场景中的换道轨迹预测, 提出了一种基于 GAN 的

轨迹预测模型. Pan等[7] 利用 LSTM的注意力机制, 学
习驾驶员的意图和车辆在道路基础设施的位置变化之

间的关系来指导预测. 刘创等[8] 基于经典的 CS-LSTM
轨迹预测算法, 引入横向注意力机制用于轨迹预测. 除
此之外, 由于车辆轨迹可以离散化为序列信息, 运动预

测可以被视为序列生成任务, 因此基于 DNN 的方法

因其独特的优势已广泛用于车辆轨迹预测领域, 它可

以融合更多的信息来预测车辆轨迹, 例如周围车辆的

历史轨迹、行人信息和场景中的环境信息. 也有大量

研究使用深度神经网络 (DNN) [ 9– 12 ] 进行车辆轨迹

预测.
综上所述, 虽然许多文献都采用了适合序列数据

的 LSTM 网络, 但是该网络并不适合复杂场景下多个

车辆之间的交互. 同时, 由于缺少对驾驶员行为的考虑

与分析, 因此并不能很好地模拟真实社会中的驾驶环

境, 从而导致预测的轨迹与真实的车辆轨迹存在一定

的偏差. 因此本文提出基于 GAN的轨迹预测模型 CS-
GAN, 并融入基于 DNN 的驾驶意图模块, 以此来增强

轨迹预测模型的准确性.

 2   问题定义

X = X1,X2, · · · ,Xn

车辆轨迹预测问题可以定义为, 在一个给定场景

中, 给出车辆的历史轨迹信息, 模型根据历史轨迹预测

车辆的未来轨迹. 本文的目标是预测该场景下所有车

辆的未来轨迹. 假设在一个数据集中, 所有车辆的历史

轨迹为 , 预测所有车辆的未来轨迹为

Ŷ = Ŷ1, Ŷ2, · · · , Ŷn t = 1, · · · , tobs i

Xi =
(
xt

i,y
t
i

)
t = tobs+1, · · · , tpred

Yi =
(
xt

i,y
t
i

)
Xi

Yi

. 在时间范围 , 将车辆 的输

入轨迹定义为 , 而在时间范围 ,

真值的未来轨迹定义为 . 本文的目标是训练

一个可以预测车辆轨迹的模型, 即通过输入 , 可以预

测车辆的未来轨迹 .

 3   车辆轨迹预测模型

本文的车辆轨迹预测模型基于 GAN 网络框架搭

建, 并引入 DNN 来识别驾驶意图, 形成了一种具有驾

驶意图分析的车辆轨迹预测模型 .  包括轨迹生成模

块、轨迹判别模块和驾驶意图识别模块 3 部分. 生成

器和判别器基于 GAN网络搭建. 其中生成器用于生成

轨迹数据, 而判别器用于评估由生成模块产生的轨迹

与真实轨迹间的差异, 进而不断优化生成器的输出. 驾
驶意图识别模块基于 DNN深度神经网络, 将换道轨迹

数据作为输入, 得到驾驶员的意图类别预测结果. 如图 1
所示, 轨迹生成模型由编码-解码器框架组成, 编码器

对各个车辆信息进行编码, 编码-解码器中间嵌入了一

个卷积社交池化模块, 用于将编码器和解码器的隐藏

状态进行连接, 解码器以驾驶意图识别模块生成的编

码向量 x、池化模块的输出编码和高斯噪声为输入, 生
成车辆的预测轨迹, 输入到轨迹判别器中. 在轨迹判别

器中对轨迹生成模型生成的预测轨迹与实际输入的真

实轨迹进行编码, 辨别真实车辆轨迹与生成的车辆轨

迹之间的差异.
 3.1   轨迹生成模型

轨迹生成模型包括编码器、卷积社交池化和解码

器 3个模块. 编码器对各个车辆轨迹信息进行编码, 存
储历史信息. 卷积池化模块位于编码器和解码器中间.
解码器将信息解码, 得到预测的轨迹.
 3.1.1    编码器模块

(x,y)

(x,y)

et et

本文使用 LSTM 网络作为生成模型. 首先使用多

层感知机 MLP 来编码每辆车的位置 ,  这里的

是相对于上一个时间步的相对位置, 以此来获取

固定长度的特征 . 这些特征 作为编码器 LSTM的输

入, 计算公式如式 (1)和式 (2):

et
i = ϕ(xt

i,y
t
i;Wϕ) (1)

ht
ei = LSTM(ht−1

ei ,e
t
i;We) (2)

ϕ

Wϕ ht−1
ei

其中,  是带有 ReLU函数的嵌入函数, LSTM 是网络映

射函数,  是嵌入函数的权重,  是上一时间步的隐
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We ht
ei藏向量,  是 LSTM 权重,  是当前的隐藏向量. 编码

器学习一辆车的状态并存储历史信息, 网络结构抽象

图如图 2所示.
 3.1.2    卷积社交池化模块

LSTM 网络虽然可以学习车辆的运动状态, 但无法

学习车辆之间的交互. Alahi等[1] 针对车辆之间缺乏交

互的问题, 提出用社交池化将被预测车辆周围的所有

的车辆状态都汇集到一个社交张量中. 但是该类方法

会破坏社交张量的内部空间结构, 空间中相邻的单元

格在全连接层中可能会彼此远离.
 

Encoder Decoder

Convolutional

pooling

Vector x

Generator

LSTM

LSTM

LSTM

LSTM

LSTM MLP

MLPFC
FC

ω1

Ωω2

ω3

LSTM

LSTM

LSTM

Softmax

DNN

Driving intention recognition Discriminator

True or false

LSTM

Z

 

图 1    车辆轨迹预测模型框架图
 

 

FC
Dimension

transformation
LSTM

Encoder_h

Encoder_c 
图 2    编码器的网络结构抽象

 

为了解决该问题, 本文采取 Deo等[13] 提出的方法,
在社交张量上采用由卷积层和池化层组成的卷积社交

池化层, 用卷积层抓取局部车辆相对位置, 以此来弥补

LSTM 不能感知相对位置的缺点, 从而更稳健地学习

车辆之间的交互. 结构如图 3所示, 在被预测车辆周围

定义一个 13×3 的空间网格, 其中, 行与行之间约为一

辆车的距离, 每列对应一个车道, 通过周围车辆的位置

填充这个空间网格, 进而形成社交张量. 图 3中分别有

5 辆车, 位于目标车辆的四围, 然后分别将两个大小为

3×3 和 1×1 的卷积核和一个最大池化层应用于社交张

量中, 以此来获取社交上下文编码. 目标车辆通过全连

z

接层获取车辆编码, 之后将两个编码组合起来形成完

整的轨迹编码, 然后再加入防止模型泛化的随机噪声

向量, 和驾驶意图识别的模块的输出概率向量一起作

为解码器的输入.
  

Social tensor 3×3

Convolution

kernels
3×1

Convolution

kernels
2×1

max pooling

7×19×111×113×3 
图 3    卷积社会池化模块具体结构

 

3.1.3    解码器模块

轨迹解码器 Decoder 由 LSTM 网络组成, 网络结

构抽象图如图 4 所示. 在运行解码器之前, 先对 LSTM
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z

网络进行初始化. 将经过编码器上一层的隐藏状态向

量和经过卷积池化模块得到的向量, 以及驾驶意图识

别模块生成的输出概率编码、与随机噪声向量 一起

输入到解码器中得到生成器生成的预测轨迹, 将其作

为全新的特征编码. 为了产生与过去一致的未来场景,
要初始化解码器的隐藏状态, 解码器的相关公式如式

(3)–式 (6)所示:

c(t−1)
i = γ(Pi,ht−1

ei ,Wc) (3)

ht−1
di = [c(t−1)

i ,z] (4)

ht
di = LSTM(γ(Ŷ (t−1)

i ;W(γd)),ht−1
di ;Wd) (5)

Ŷ t
i = γ(h

t
di) (6)

ct−1
i γ

Pi

ht−1
ei Wc Wd

ct−1
i ht−1

di

Ŷ t
i

其中,  是生成的轨迹,  是一个带 ReLU函数的多层

感知机 MLP,  是经过卷积池化模块后车辆的张量,
是隐藏向量,  是嵌入权重.  是 LSTM 的权重,

和随机噪声 z 组成得到 , 作为解码器的输入向

量, 将其输入到多层感知机MLP最终得到预测轨迹 .
 

FC
Dimension
transformation LSTM FC

Dimension
transformation

Decoder_h

Decoder_c 
图 4    解码器的网络结构抽象图

 

 3.2   轨迹判别模型

Treal = Xi

Tfake = Ŷi

判别模型是由一个单独的编码器构成的, 本质上

属于分类模型, 它的输入是真实的车辆轨迹 和

生成器生成的虚假轨迹 . 判别器的作用是对生

成器所生成的轨迹序列进行判断, 判断其是否为车辆

真实轨迹序列. 通过将多层感知机应用在编码器的最

后一个隐藏状态上来获取得分, 当生成的轨迹与真实

轨迹越接近时, 判别器的得分越接近 1, 反之则判别器

的分数越接近 0. 当判别器不再能分辨出预测轨迹与真

实轨迹时, 训练达到平衡, 此时生成模型生成的轨迹最

符合真实的轨迹分布.
 3.3   驾驶意图识别模型

提出驾驶意图识别模型的目的是为了从数据中识

别驾驶员的意图. 利用这种深度架构来从时间序列车

辆数据中提取重要的信息. 重新制定时间序列预测问

题, 便可以学习特征和标签之间的时间关系. 如图 5所
示. 驾驶意图识别模型主要是将驾驶员的换道意图转

变为特征向量 x, 具体的做法是先将处理好的换道数据

Ω = (Ω1,Ω2,Ω3)

集输入到一个由 1 个输入层、4 个隐藏层和 1 个输出

层构成的深度神经网络 DNN 中. 其中, 隐藏层的激活

函数为 tanh, 输出层的激活函数为 Softmax, 用于识别

驾驶员的意图并计算向左转弯、向右转弯、保持直行

的概率, 生成驾驶意图概率向量 . 将驾

驶意图模块得到的编码向量与随机噪声 z 以及卷积池

化模块的输出一起输入到编码器中, 实现驾驶意图识

别模块与基于 GAN网络的轨迹预测模型的融合, 形成

本文的车辆轨迹预测方法.
 

Input Output

S
o
ft

m
ax

Hidden 1 Hidden 2 Hidden 3 Hidden 4

tanh tanh tanh tanh
Ω1

Ω2

Ω3

 
图 5    驾驶意图识别模型流程示意图

 

 3.4   损失函数

LGAN(G,D)

LL2 (G) LGAN(G,D)

LL2 (G)

本文采用的损失函数除对抗性损失 以

外, 还有轨迹预测上的损失 ,  为生成

对抗网络在对抗训练时的损失值,  计算生成的

轨迹数据与真实的轨迹数据之间的差值. 加入损失函

数的目的是为了不断缩小虚假轨迹数据与真实轨迹数

据之间的差距. 通过 loss 反向传播, 不断地优化网络模

型中各层网络的权重和参数, 使得生成模型生成的轨

迹更加符合真实的轨迹分布. 损失函数的计算公式如

式 (7)–式 (9)所示:

L = LGAN(G,D)+αLL2(G) (7)

LGAN(G,D) =min
G

max
D

ETreal∼Pdata([Xi,Yi])[log D(Ti)]

+Ez∼p(z)[log(1−D(G(Xi,z)))] (8)

LL2(G) =min
k

Y i−G(X,z)(k)
2 (9)

其中, E 代表着期望值; k 是超参数, 表示生成器的采样

次数; α 是权重.

 4   实验

 4.1   数据集选取

本文选取的数据集是网上的开源数据集 NGSIM,
该数据集由 I-80、US-101、Lankershim 和 Peachtree
这 4个不同路段的车辆轨迹组成. NGSIM数据集是用

同步数字摄像机网络收集, 并通过 NGVIDEO软件, 以
每秒 10帧或者 15帧的频率加工成一条一条的轨迹点

2023 年 第 32 卷 第 4 期 http://www.c-s-a.org.cn 计 算 机 系 统 应 用

Research and Development 研究开发 357

http://www.c-s-a.org.cn


记录, 以此来得到详细的轨迹数据和车道信息. 本文选

取 US-101路段的数据进行研究. 如图 6所示.
 

640 meters (2 100 feet)

1
2

3
4

5
6 87

Lane numberVentura Blvd.

On-ramp

Cahuenga Blvd.

Off-ramp

Vehicle
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图 6    US-101高速公路匝道口示意图

 

定义两种数据如下: 如果行驶轨迹的横向位置不

包括与车道线横向位置重合的点, 则可以判断车辆沿

当前车道行驶, 没有变道行为, 判定为直线行驶轨迹;
如果车头通过车道线并且在一定时间内没有回到当前

车道, 则被判定为变道数据.
进一步地, 在数据清理的基础上, 增加驾驶过程中

变道行为的重要特征. 计算方法如式 (10)–式 (16)所示:
∆x = xt+1− xt (10)

xt xt+1

∆x

其中,  为当前时刻车辆的横向位置,  为 0.1 s 后车

辆的横向位置,  为横向位移差值.
∆y = yt+1− yt (11)

yt yt+1

∆y

其中,  为当前时刻车辆的纵向位置,  为 0.1 s 后车

辆的纵向位置,  为纵向位移差.

V t+1
x =

∆x
t

(12)

t V t+1
x

t t+1

其中,  为横向位移变化期间的总时间,  为横向位移

从 变化到 后车辆的瞬时速度.

V t+1
y =

∆y
t

(13)

t V t+1
y

t t+1

其中,  为横向位移变化期间的总时间,  为纵向位移

从 变化到 后车辆的瞬时速度.

at+1
x =

V t+1
x −V t

x

t
(14)

at+1
x t+1其中,  为 时车辆的瞬时加速度.

θ = tan−1
(
∆y
∆x

)
(15)

θ其中,  为车辆的航向角.
最后, 对数据进行归一化操作. 采用最大-最小标

准化方法, 将数据变为 [0, 1] 区间内的小数. 转换函数

如式 (16)所示:

x =
x−min

max−min
(16)

max min其中,  是样本数据中的最大值,  是样本数据中的

最小值.
 4.2   评价指标

为了评估车辆轨迹预测模型的准确性, 本文使用

平均位移误差 ADE 和最终位移误差 FDE 作为模型的

评价指标.
平均位移误差 ADE 是衡量对象预测位置与预测

时间段内, 每个实际位置与每个预测位置之间的平均

欧式距离偏差的指标. 公式如式 (17)所示:

ADE =

∑
i∈N

∑
t∈T

∥∥∥x̂t
i − xt

i

∥∥∥
2

NT
(17)

最终位移误差 FDE 是预测一段时间内预测车辆

最终位置点和真实最终位置点之间的平均欧式距离差

值. 公式如式 (18)所示:

FDE =

∑
i∈N

∥∥∥x̂t
i − xt

i

∥∥∥
2

N
, t = T (18)

xt
i

xt
i

其中, N 代表轨迹样本的总数, T 代表最后时刻,  代表

真实轨迹,  代表预测轨迹.

 5   实验结果与分析

 5.1   模型训练细节

本文使用 LSTM 作为模型的主干网络. 生成器中

编码器隐藏层的维度为 32, 解码器隐藏层的维度为 32,
判别器中编码器隐藏层的维度为 64. 采用的优化器为

Adam. Batch_size为 64, epoch为 1 000, 初始学习率为

0.001. 实验使用 Python 3.6和 PyTorch 1.8.0开发神经

网络轨迹预测模型, 硬件环境为 Window 10 下具有

Intel(R) Xeon(R) CPU E5620@2.40 GHz 和 NVIDIA
GeForce RTX 3060的 PC.
 5.2   实验结果对比

为了验证本文提出的轨迹预测模型的有效性, 选
用 LSTM[14]、Social-LSTM[1]、CS-LSTM[13]、Social-
GAN[2] 与本文提出的 CS-DNN-GAN进行对比.

表 1给出了在 5 s预测时长下, 各个模型在 NGSIM
数据集上的 ADE 和 FDE.

观察表 1 中的数据 ,  可以看出本文提出的 CS-
DNN-GAN 模型在 NGSIM 数据集上的误差要小于其

他模型. S-LSTM模型只在特定密度的交通数据集中才

会有较好的效果, 具有局限性, 并且采用的池化模块只
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有最大池化, 与 S-LSTM 模型相比, CS-LSTM 中的卷

积社交池化层能够更稳健地学习车辆之间的交互. S-
GAN模型较优于 CS-LSTM模型, 这是因为 S-GAN提

出的模型中加入了生成对抗网络 GAN. 但它只考虑了

车辆之间的位置关系, 缺乏考虑车辆的运动方向会对

轨迹产生影响, 并且在现实生活中的交通情况往往较

为复杂, 驾驶员的变道意图也会影响车辆的轨迹预测.
由于本文提出使用卷积社会池化模块替换了 S-GAN
中的最大池化模块, 使得轨迹生成器能够稳健地对车

辆之间的交互进行建模, 引入了基于 DNN的驾驶意图

识别模块, 因此本文提出的 CS-DNN-GAN模型的精确

度要优于 S-GAN 模型. 由此可见, 融入驾驶意图之后,
轨迹预测模型的准确率会有所提升.
  

表 1     各模型在 NGSIM数据集上的 ADE 和 FDE
 

评价指标 LSTM S-LSTM CS-LSTM S-GAN CS-DNN-GAN
ADE 6.96 5.87 4.95 3.64 2.85
FDE 6.98 7.42 5.78 4.58 3.48

 
 

此外, 预测的时间长短也会对轨迹预测模型的训

练效果产生不同程度的影响, 表 2 和表 3 分别展示了

在 1–5 s 的预测时长下, 各模型的平均位移误差 ADE
和最终位移误差 FDE. 图 7 展示了在不同预测时长下

的误差曲线图.
 
 

表 2     不同时长下各模型的平均位移误差 ADE
 

时长 (s) LSTM S-LSTM CS-LSTM S-GAN CS-DNN-GAN
1 0.68 0.53 0.44 0.39 0.25
2 1.45 1.09 0.92 0.81 0.67
3 2.93 2.36 2.05 1.65 1.24
4 4.84 4.25 3.16 2.51 1.98
5 6.96 5.87 4.95 3.74 2.85

 
 

表 3     不同时长下各模型的最终位移误差 FDE
 

时长 (s) LSTM S-LSTM CS-LSTM S-GAN CS-DNN-GAN
1 1.37 1.09 0.89 0.85 0.72
2 1.88 1.58 1.36 1.21 0.89
3 3.56 3.12 2.52 2.25 1.63
4 5.02 4.83 3.86 3.34 2.56
5 6.98 7.42 5.78 4.78 3.48

 
 

由表 2和表 3可知, 随着预测时长的增加, 各个模

型的准确率也在随之下降. 由图 7可明显看出, CS-DNN-
GAN模型的预测误差是最低的, 对比 LSTM和 S-LSTM
曲线, 可以看出在加入预测车辆周围车辆信息后, 模型

的预测精度明显有所提升, 这也验证了本文提出的模

型将车辆之间的交互信息作为输入的有效性. 对比图 7中
S-GAN 和 CS-DNN-GAN 模型的误差曲线图, 可明显

得知加入驾驶意图模块使得长时间预测的准确性得以

提高. 此外, 随着预测时间的增加, CS-DNN-GAN模型

的误差并没有像其他模型一样陡然上升, 这反映了加

入驾驶意图识别模块可以提高预测的稳定性.
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图 7    不同预测时长下各模型的 ADE 和 FDE 值

 

图 8可视化了 5组对比实验的换道轨迹预测效果.
从图 8可以看出, 本文提出的 CS-DNN-GAN模型的轨

迹预测效果与真实轨迹是最接近的. 进一步观察, 在轨

迹较平滑时, 5 种模型都有不错的预测轨迹, 这证明普

通的 LSTM 网络可以预测简单的换道行为, 但是随着

预测时长增加, LSTM 的预测效果较差, 说明普通的

LSTM模型不具有稳定性. S-LSTM的预测效果要明显

优于 LSTM模型, 这可以证明加入社交池 (social pooling),
即车辆之间的交互关系, 能够提高模型预测的准确性.
再观察 S-LSTM和 CS-LSTM的预测轨迹图, 发现 CS-
LSTM的预测效果要略优于 S-LSTM, 这是因为与社交

池相比, 加入卷积层与社交层的组合更能接近真实轨

迹. 再对比 S-GAN 模型和本文提出的 CS-DNN-GAN
模型, 不难发现两者的可视化轨迹图都要优于其他模

型, 这说明了本文选择 GAN 基本框架的可靠性, 因为

GAN 的对抗训练特点能够提高模型对概率分布的模

拟近似能力. 然而, 在加入基于 DNN 的驾驶意图识别
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模块之后, CS-DNN-GAN 模型的预测效果要略优于

S-GAN模型, 这是因为在现实的交通环境中, 驾驶员行

为对轨迹预测的影响也十分重大.
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图 8    各模型的换道轨迹可视化图

 

综合以上对比实验, 可以看出 CS-DNN-GAN模型

预测的轨迹最接近真实的车辆轨迹, 该模型的性能要

优于同类型的其他网络模型.

 6   总结

本文提出了一种融合变道意图识别的 CS-DNN-
GAN车辆轨迹预测模型. 该模型基于 GAN网络, 并结

合 DNN 融入了驾驶意图识别 .  经过在公开数据集

NGSIM 上的验证, CS-DNN-GAN 轨迹预测模型表现

出了较好的预测效果. 通过与其他轨迹预测模型进行

对比, 实验结果显示本文提出的轨迹预测模型的预测

准确性更好.
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