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摘　要: 最近, 强化学习技术在序列推荐系统取得成功, 它能从用户长期反馈信号中学习有效的推荐策略. 然而, 模
型的激励函数设计面临区分度过低的难题. 这限制了模型学习不同用户反馈信号间的价值差异的能力, 并导致推荐

策略总是次优的. 现有工作主要通过调节衰减因子来保证激励函数区分度, 但它依赖专家先验知识缺乏理论基础.
为了更合理地设计激励函数和提高其区分度, 本文依据因果论来分析推荐系统, 并提出一种基于反事实区分度增强

的序列推荐算法 CAL4Rec. 首先, 所提出方法用结构因果图描述序列推荐过程, 并创造性地用因果图定义了因果可

鉴别的价值激励区分度. 其次, 该方法用反事实生成对抗的自监督学习过程优化推荐策略网络, 以学习用户的真实

倾向. 在一系列序列推荐基准数据集上, 对 CAL4Rec开展了广泛对比和消融实验, 实验结果表明 CAL4Rec的提升

对多种网络实现结构有效 (平均 2.34%).
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Abstract: Recently, reinforcement learning techniques have achieved success in sequence recommendation systems, as
they can learn effective recommendation strategies from long-term user feedback signals. However, the design of the
model’s reward function faces the challenge of low discriminability. This limits the model’s ability to learn the value
differences between different user feedback signals, leading to suboptimal recommendation strategies. Existing studies
mainly ensure discriminability of the reward function by adjusting decay factors, but this relies on expert prior knowledge
and lacks a theoretical foundation. In order to more reasonably design the reward function and enhance its discrimi-
nability, this study analyzes the recommendation system based on counterfactual reasoning and proposes a sequence
recommendation algorithm CAL4Rec based on counterfactual discriminability enhancement. Firstly, the proposed method
uses structural causal graphs to describe the sequence recommendation process and creatively defines causally identifiable
value reward discriminability using causal graphs. Secondly, this method uses a counterfactual generative adversarial self-
supervised learning process to optimize the recommendation strategy network and learn the user’s true preferences.
Extensive comparative and ablation experiments were conducted on a series of sequence recommendation benchmark
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datasets for CAL4Rec, and the experimental results show that CAL4Rec’s improvement is effective for various network
implementation structures (average 2.34%).
Key words: counterfactual reasoning; generative adversarial learning; structural causal model; sequential recommendation

推荐系统致力于感知用户真实兴趣和解决信息爆

炸问题, 近年来在流媒体内容分享[1,2], 电子商务[3]等在

线服务中得到广泛应用, 具有重要的潜在商业价值. 在
推荐问题中, 用户的兴趣倾向包含在与平台交互的历

史行为记录中, 不同的行为反馈代表不同的推荐价值,
随着记录时间累积增长, 系统可以从大量的交互序列

中挖掘用户的兴趣爱好, 从而实现个性化的推荐. 强化

学习提供了一种建模上述序列推荐过程的工具, 其思

路是将不同的用户反馈信号映射为不同的激励价值,
并通过最大化累积价值激励函数的优化过程, 同时挖

掘用户的序列动态兴趣和长时平稳倾向.
尽管, 基于强化学习的推荐系统最近取得成功, 这

得益于有效的价值激励函数设计, 但是启发式设计的

价值激励函数往往面临区分度低的难题[4–6]. 价值激励

函数区分度描述了不同用户行为反馈信号的量化价值

之间的差异性[4–6]. 例如, 在电子商务场景中, 常见的用

户行为包括点击反馈和购买反馈, 后者的价值直觉上

远高于前者 (如可设置模型的点击价值为 0.2, 购买价

值为 1.0), 则区分度可以定义为“购买-点击”价值比[4–6],
价值比越大反映不同反馈信号之间的区分性越高. 作
为强化学习优化过程的指导信号, 价值激励函数的区

分度直接影响推荐策略空间的区分度, 即最优策略和

策略空间其他备选策略簇的差异性. 这意味着, 价值激

励函数的区分度决定了模型学习最优推荐策略的能力.
此外, 不合理的价值激励函数及区分度设计会导致模

型学习到错误的用户反馈信号. 固定价值比形式可能

导致不同价值的反馈信号互相替换, 如用 5 次被连续

点击的商品替代 1 个被真实购买的商品. 一些研究发

现, 仅追求高价值比的区分度设计会降低“动作-状态”
价值函数时序差分学习的稳定性.

目前, 基于强化学习的推荐系统主要分为两个研

究分支: (1) 衰减因子加权, 如 DEAR[7], DEER[3], SQN[4],
VPQ[6], SDAC[8], KERL[9], 其思路是调整超参数衰减因

子强调高价值反馈的及时性, 降低可能等价替换的连

续低价值推荐的累积激励函数, 间接惩罚低区分度策

略. 这种方法需要依赖专家知识对特定领域任务进行

大量调试才能得到性能满意的参数设置. (2) 逆激励函

数学习, 如 IRecGAN[10]、InvRec[11]、PGPR[12], 其思路

是设计单独的优化目标学习激励函数, 其区分度被隐

式地包含到激励函数的归纳偏置中[13]. 逆激励函数学

习方法建模的归纳偏置[14]无法通过假设检验验证. 因
此, 上述方法对价值激励函数的设计都缺乏充分的理

论基础, 并导致模型学到的推荐策略总是次优的.
为了更合理地设计具有高区分度的价值奖励函数,

本文将因果理论引入到基于强化学习的推荐系统中.
一方面, 从因果推理的角度看, 区分度本质上是 (反事实)
假想模型推荐系统与 (事实)真实系统之间的用户行为

差异. 也就是说, 区分度越高时, 价值函数指导下训练

的推荐策略网络产生的推荐结果应趋近于事实系统并

尽可能远离反事实系统. 另一方面, 因果推断有助于改

善序列推荐模型表现. 最新的序列推荐研究工作[15–17]

也尝试用时序因果模型来描述基于循环神经网络 RNN
序列推荐模型的马尔可夫决策过程. 时序因果模型的

可鉴别性仍然有待探索和验证, 并没有得到充分的理

论证明, 而静态的结构因果模型可鉴别性的相关理论

结论也不能被直接运用. 综上, 本文将区分度可视为一

个反事实因果量, 采用结果因果模型来描述强化学习

推荐系统 (在实际应用中反事实因果模型一般未知[18]),
并用反事实推理来更好的学习推荐策略.

本文提供了一种新的基于反事实推理的序列推荐

方法 (counterfactual adversarial learning for recom-
mendation, CAL4Rec). 首先, 本文引入结构因果理论模

型来分析序列推荐过程, 分析结果显示用户兴趣倾向

和区分度共同决定了价值激励, 因此可通过因果干预

操作, 避免价值函数的区分度过低问题. 其次, 所提出

方法设计了一种新颖的反事实增强的高区分度激励函

数, 以通过更合理的区分度设计让激励机制更好地指

导模型学习. 此方法根据序列推荐因果模型和反事实

推理操作重新定义了区分度, 即反事实区分度, 并将用

户内在兴趣倾向显式构建为因果结构方程 ,  再通过

Gumbel-Max 神经网络学习该方程来获得因果关系可

鉴别的价值激励函数. 不同于之前启发式的和依赖专
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家知识的方法, 这种新设计具有更强的理论性, 因为

模型所学习的用户兴趣归纳偏置是可检验的. 第三,
CAL4Rec 模型使用反事实生成对抗训练框架, 来根据

上述高区分度激励函数训练强化学习序列推荐模型.
具体的, 生成器网络用于模拟假想推荐系统和生成反

事实价值, 鉴别器网络利用高区分度激励函数来区分

事实观测数据分布和反事实数据分布. 通过鉴别分数

来引导生成器网络逼近用户真实交互行为及兴趣. 最
后, 多个基准数据集上的总体性能对比和消融实验分

析证明了 CAL4Rec设计的有效性. 

1   研究基础及术语

本节针对 CAL4Rec 的工作基础进行阐述: 首先,
介绍了因果推理和强化学习相关的符号和定义; 然后,
详细介绍了序列推荐任务的研究工作进展. 

1.1   术语

X x

X x
t X(t)

k xk Y

Yk[xk] (k = 1)

(k = 2)

符号: 大写字母 表示随机变量, 小写字母 表示

随机变量一次采样值. 粗体字母 或 表示随机变量或

其取值的集合. 上角标表示 时刻的随机变量 , 下角

标表示第 种干预变量 对随机变量 的干预结果

: 测数据上的事实推荐 , 和推荐模型模拟随

机干预的反事实推荐 .

(S,A,P,R,ρ0,γ)

强化学习将序列推荐问题定义为一个马尔可夫决

策过程 , 其中:
S ∈ Rds

ds

●  : 用户状态的随机变量, 由一个从交互序

列学到的 维编码向量 (embedding)表示.
A ∈ RN

A E ∈ Rde×N

A

●  : 推荐动作的离散随机变量, 系统的动作

是商品池中待推荐的选项, 由编码空间 得

到 的表征向量.
P : S×A×S→ R●  用户状态分布的转移概率, 表

示交互过程中用户收到推荐后的兴趣动态.
R : S×A→ Rdr

R R

●  表征用户反馈信号 (如点击, 购
买等)价值的离散随机变量. 系统将一个商品推荐给用

户, 用户根据推荐质量给出反馈 , 系统使用价值 作

为激励信号. 最大化累积激励函数是对用户长期兴趣

倾向的挖掘, 弥补了深度序列模型作为序列推荐系统

的目标函数的不足.
Y ∈ Rdr

S A

●  : 用户内在倾向随机变量, 由当前状态

和系统推荐 共同影响的不可观测随机变量.
ρ0●  : 用户状态的初始分布.
γ R A●  : 激励函数 的衰减因子, 奖励高价值 的及时

性, 惩罚其可能的滞后性.

⟨U,V,F ,P (U)⟩ U
P (U) V = {V1,V2, · · · ,Vn}

F =
{
fV1 , fV2 , · · · , fVn

}
i fVi

UVi ∪ PaVi Vi UVi ⊆
U, PaVi ⊆ V\Vi F

U V

结构因果模型 (structural causal model, SCM)是一

组量化因果效应作用过程的方程[19], 定义为一个四元

组 ,  表示影响 SCM 的环境因素 (外生

变量), 其概率分布为 .  是 SCM
描述的研究对象 (内生变量), 这些变量是由模型中的

其他变量决定的.  是一组描述内生

变量因果作用过程的函数, 第 个结构因果方程 是从

因变量集 到果变量 的映射 ,  其中

, SCM的结构因果方程簇 构成了外生

变量 到内生变量 的映射.

θ M (θ)

X = {Xk : Xk ⊆ V,k = 1, · · · ,K}
PM(θ)

(
Y1[x1], · · · ,YK[xK ]

)

反事实联合概率分布 (counterfactual distribution)
描述了给定 SCM 中多种干预组合可能得到的潜在结

果: 给定待学习 (未知参数为 ) 的结构因果模型

和干预集合 , 反事实联合

概率分布 可定义为:∫
Dµ

1
[
Y1[x1] (µ) = y1, · · · ,YK[xK ] (µ) = yK

]
dP (µ) (1)

Yk[xk] (µ) k其中,  描述了第 个干预的反事实潜在结果:{
fV j : V j ∈ V\Xk

}
∪{ fX ← x : X ∈ Xk} (2)

 

1.2   研究基础

序列推荐作为推荐系统的重要研究分支受到研究

人员的广泛关注[20,21], 其研究思路经历了深度学习时代

前的协同滤波, 深度序列推荐模型和强化学习序列推

荐 3个阶段, 本节阐述不同阶段的研究工作基础. 

1.2.1    序列推荐算法

传统推荐算法假设相似的用户具有相似的喜好倾

向提出了基于矩阵分解的协同滤波算法[22–24]. BPR[22]

提出了一种贝叶斯个性化排序推荐方法 (成对型排序

损失函数), 使用一个有偏估计的分解矩阵作为推荐系

统. 针对有偏估计矩阵分解的问题, NCF[24]首次提出使

用深度神经网络估计“用户-商品”协同矩阵. FPMC[23]

则针对矩阵分解的方法无法建模“用户-商品”交互过程

的问题提出一种基于马尔可夫链的协同过滤模型, 将
交互序列近似为一阶马尔可夫链, 并在序列化增强的

成对型排序损失上优化. 上述方法无法建模高阶用户-
商品交互过程.

传统推荐算法的缺点在于无法建模高阶用户-商
品交互过程. 基于深度学习的推荐模型将“用户-商品”
交互过程建模为时序序列, 模型的潜状态向量通过模
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型学习可以挖掘用户的高阶动态兴趣倾向. GRURec[25]

应用序列化神经网络预测下一时刻用户的兴趣倾向.
为了解决循环神经网络的梯度消散问题和计算效率问

题, Caser[26]和 NextIt[27]使用卷积神经网络作为推荐骨

干网络. SASRec[28]受到机器翻译等序列化生成任务的

启发, 将 Trasformer[29]结构作为推荐骨干网络. 由于序

列推荐系统中存在多种用户反馈信号, 不同类型的反

馈信号对系统具有不同的价值, 基于深度学习的推荐

模型的局限是没有考虑不同反馈信号的价值. 

1.2.2    强化学习序列推荐算法

πθ

基于强化学习的序列推荐将用户交互序列建模为

马尔可夫决策过程, 并通过最大化不同反馈信号的价

值累积奖励函数来学习用户的长时兴趣, 弥补传统序

列推荐方法受到梯度消散影响的不足. 其总体思路是

将交互序列按照交互时刻的顺序划分为一系列连续的

用户状态 (state)转移, 该转移过程受到推荐动作 (action)
影响, 得到正反馈的推荐动作加入用户状态序列并通

过编码映射学习用户状态向量, 并通过可调节的衰减

因子最大化完整序列轨迹的累计价值奖励得到参数化

的推荐策略 :

maxπθEτ∼πθ

 |τ|∑
t=0

γtr (st,at)

 (3)

γ

r (st,at)

其中,  表示可调节的衰减因子, 用于调整不同时刻价

值反馈 的重要性. 已有工作按照采用的强化学

习技术类别可以分为: (1) 基于梯度的方法, 考虑到推

荐问题对实时用户交互的限制, off-policy REINFORCE[5]

计算推荐策略网络的策略梯度以实现 YouTube平台的

视频推荐, 由于梯度计算是同策略估计需要对采样行

为策略样本进行矫正以避免分布漂移引入干扰, 该方

法提出一种基于倾向性分数的梯度重估方法. (2) 基于

价值函数的方法, SQN[4]模型利用“动作-状态”价值函

数时序差分[30]优化来学习累积价值激励最大化, 并通

过联合优化交叉熵时序预测来学习用户的动态兴趣变

化趋势, VPQ[6]在 SQN 的基础上利用重采样方法降低

时序差分学习的方差. (3) 基于“动作-评价”结构的方

法, SAC[4]利用“动作-状态”价值函数作为样本权重加

权交叉熵时序预测, SDAC[8]针对策略网络动作空间的

离散性提出了基于 Gumbel-Softmax 分布的策略估计

模型. 基于强化学习的序列推荐系统需要依赖激励函

数作为累积奖励最大化过程的优化信号, 虽然较低的

购买点击比可以提高 Q 学习[30]的稳定性, 但同时会削

弱区别性, 即给定当前交互历史, 一种连续推荐一系列

低激励价值候选项的次优策略可能与另外一种直接返

回一个高价值候选项的最优策略 (“命中”用户兴趣倾

向)具有相近的累积奖励, 已有研究工作通过分配时序

敏感的衰减因子来增强不同价值用户反馈之间的区别

性, 但设置合适的衰减因子也需要反复试错.
为了解决强化学习序列推荐算法存在的激励函数

区分性不足的问题, 本文提出一种基于反事实生成对

抗学习的序列推荐算法, 其核心思路是利用均匀分布

模拟低区分度的推荐策略, 并通过生成对抗学习使得

模型预测的反馈价值与事实观测值分布相近. 

2   反事实生成对抗序列推荐模型

CAL4Rec将结构因果图语言工具引入到序列推荐

任务以提供可假设检验的和有理论依据保证的价值区

分度模型. 本节首先介绍了序列推荐任务的定义, 在此

基础上详述了 CAL4Rec 所提出的因果图模型和可学

习的神经结构方程, 第 2.4节阐述了用于学习图 1所示

结构因果模型的生成对抗算法, 最后讨论了 CAL4Rec
激励函数与已有工作的联系与区别.
 
 

A

D

Y

S

R

A

μtd＊t

Y

S

R

(a) 因果结构图

(b) 模拟低区分度随机策略的后门干预 
图 1    CAL4Rec序列推荐的因果结构图

  

2.1   问题定义

M序列推荐问题可以定义为给定用户 个浏览历史
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{[
r(0)

1[a],r
(1)
1[a], · · · ,r

(Tm)
1[a]

]}|A|
m=1

t r(t)
2[a]

r(t)
2[a] ≈ r(t)

1[a] r

和推荐记录 , 系统学习预测下

一时刻 用户的兴趣倾向 和最优的推荐商品, 使得

. 其中, 不同的兴趣倾向 代表不同的两类用

户行为, 因而系统对用户倾向预测的性能同时受到推

荐策略区分度的影响. 

2.2   框架概述

S

A A S

Y A D

Y D

R D→ R

D→ A→ Y → R D→ A→ S → Y → R Y

图 1 为 CAL4Rec 所提出的序列推荐因果结构与

后门干预[31]. 图 1(a) 的因果图抽象了序列推荐过程各

变量制约关系, 推荐系统根据用户当前的浏览状态 推

荐选项 , 推荐项 和用户状态 影响用户的内在倾向

, 同时不同的推荐选项 具有不同的推荐区分度 , 用
户内在兴趣倾向 和区分度 则决定了本轮推荐交互

的价值激励 . 由图 1(a) 可知,  存在后门路径

,  且变量 不可观

D测, 根据后门准则[31]可得干预区分度变量 可使用观

测数据集代替随机控制实验[18]预测用户可能的反馈价

值激励. 由于随机策略代表了一类低区分度的推荐策

略 (不同价值的反馈信号均等概率采样), CAL4Rec 采
用均匀分布作为后门干预模拟低区分度随机策略, 如
图 1(b)所示. 

2.3   模型结构

k = 1

π1 k = 2

π2

图 1所提出的因果图定性地描述了序列推荐问题

的结构因果模型 SCM, 由于结构因果方程一般未知[18],
CAL4Rec 采用了时序单向的神经网络结构 (如图 2 所

示), 本节详细阐述该模型结构. 其中,  为观测数据

集, 来自未知的采集策略 , 描述事实推荐策略; 
为 CAL4Rec生成的推荐序列, 来自推荐策略  (式 (4)),
描述了反事实推荐生成策略.

 
 

(b) 鉴别器网络计算流程图
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(a) 编码器网络和生成器网络计算流程图
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图 2    CAL4Rec总体架构

 

[
r(0)

1[a],r
(1)
1[a], · · · ,r

(t−1)
1[a]

]
a(t−1)

1[r1]

商品/用户的表征编码: 给定用户当前的浏览历史

和推荐记录 , 推荐商品 首先通

E ∈ Rde×N

e(t−1) ∈ Rde N de

过映射到编码空间 得到一个唯一的低维编码

向量 , 其中 是推荐池容量 (商品数量),  是
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E

s(t) ∈ Rds E

编码向量维度, 编码空间 由正态分布随机采样得到.
用户的状态编码向量 通过深度自回归模型

得到:

s(t) = E
(
s(t−1),e(t−1);θE

)
(4)

s(0) = e(0) E其中, 初始状态 . 神经网络编码器 存在多种

实现结构: 基于循环神经网络[25], 基于卷积神经网络[26,27]

和基于注意力机制的前馈神经网络[28,32]. 实验中分别实

现了这 3类编码器并对进行了测试.
s→ a

t s(t) a

推荐策略网络 (因果图 ): 受 IRecGAN[10]模型

启发, 文中采用了同样的神经后验概率估计思路. 具体

来说, 根据 时刻用户的状态编码 , 系统推荐商品 的

归一化概率表示为:

π
(
a | s(t)

)
=

exp
(
Was(t)+ba

)
N∑
j

exp
(
W js(t)+b j

) (5)

W ∈ RN×ds b ∈ Rds

π
(
a | s(t)

)其中 ,   ,   为模型待优化网络参数 ,
为系统的推荐策略.

(s,a)→ y

Y ∈ Rdr

用户内倾向学习 (因果图 ): 用户的不同

反馈倾向 受到用户当前状态和推荐商品共同

影响:

Y = fy
(
Wy
[
s(t);a(t)

]
+by
)

(6)

Wy,by ∈ Rdr

[
s(t);a(t)

]
∈ R(ds+de)

fy

pr (y | s,a)

其中,  是网络参数,  是状

态编码和推荐商品编码的拼接 (Concatenate).  表示非

线性映射函数. 用户的内倾向映射学习结果等价于一

个未归一化的神经后验概率 .
(d,y)→

r R

Y

反事实增强的高区分度激励函数 (因果图

): 为了学习高区分度的用户反馈价值 , 受反事实异

策略强化学习估计工作[33]的启发, 用户内倾向 在当前

策略上的反事实区分度可以定义为:

Dr = log
pr (y | s,a)
− logµ

(7)

µ ∼ U (0,1)

Dr = 0

其中,  均匀分布, 模拟完全随机的推荐倾向

(推荐区分度为 0).  表示推荐模型的区分度与完

全随机推荐等价 (区分度为 0).

r(t)
2[a] = arg maxr {Dr}

= arg max
{
log pr

(
y | s(t),a(t)

)
− log

(
− log

(
µ(t)
))}

(8)

|A| = N ≫ 1其中, 由于推荐问题搜索空间庞大 ( ), 为了

加速模型训练过程, 可以用 Softmax 算子近似 argmax

过程[8,34]. 

2.4   模型优化

为了学习第 2.3 节提出的模型结构, CAL4Rec 采
用生成对抗学习 (算法 1)编码器和生成器 (图 2(a)), 及
鉴别器网络结构 (图 2(b)), 本节详细阐述该算法.

D
(
r(t) | s(t),a(t)

)
r(t)

1[a]

r(t)
2[a]

G
(
µ(t) | s(t),a(t)

)

反事实生成对抗学习: 为了使价值激励函数 (式 (7))
保持因果可鉴别的区分度的同时能反映用户真实倾向,
CAL4Rec 使用鉴别器网络 鉴别价值激

励函数的干预集合类别: 观测数据上的事实推荐 ,

模型的反事实推荐 . 同时, 价值激励函数网络 (式 (7))

的作用等价于生成器网络 . 鉴别器网络

与生成器网络共同构成了生成对抗学习过程, 鉴别器

网络的优化目标为:

L(t)
D =Er(t)∼p

(
R1[a1]

) [log D
(
r(t)

1[a1] | s
(t),a(t)

)]
+Eµ(t)∼P(U)

[
log
(
1−D

(
G
(
µ(t) | s(t),a(t)

)))]
(9)

而生成器的优化目标为:

L(t)
G = Eµ(t)∼P(U)

[
log
(
1−D

(
G
(
µ(t) | s(t),a(t)

)))]
(10)

r(t)
2[a] r(t)

1[a]

r(t)
2[a] = r(t)

1[a]

由式 (9) 和式 (10) 可知, 生成器试图使得推荐系

统预测的用户反馈 观测数据的真实反馈 相似,

鉴别器则进行相反过程, 当生成器网络与鉴别器网络

优化过程达到动态平衡时有 [35].

自监督正则项: 由于鉴别器网络没有关于观测数

据概率分布的先验知识, 因此其优化过程需要完全依

赖生成器网络信息, 导致生成对抗学习过程难以挖掘

用户兴趣倾向的序列动态性. 为了挖掘用户的序列动

态特性以提升状态编码, CAL4Rec 在编码器学习中引

入自监督交叉熵目标函数作为正则目标:

L(t)
ssl = −

∑
a∈|A|

1
[
A(t)

1[r1] = a
]
log
(
π
(
a | s(t)

))
a

{[
r(0)

1[a],r
(1)
1[a], · · · ,

r(Tm)
1[a]

]}|A|
m=1

其中 ,  推荐结果 来自于观测数据集

.

算法 1. 反事实生成对抗 CAL学习{[
r(0)
1[a],r

(1)
1[a],··· ,r

(Tm)
1[a]

]}|A|
m=1 U∼Uni f [0,1]输入: 观测数据 , 先验概率 .

(θD,θG ,θE )输出: 鉴别器, 生成器和编码器的网络参数 .

θD, θG , θE1) 初始化参数

i=1,··· ,I.2) 令 执行下述外循环操作:
j=1,··· ,K.3) 　令 执行下述内循环操作:

B U4) 　　批量采样 个外生变量
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{[
r(0)
1[a],··· ,r

(Tb)
1[a]

]}B

b=1
5) 　　批量采样观测数据 .

∇θD
1
B
∑B

b=1
∑Tb

t=1

[
L(t)

D

]
D(r|s,a; θD)6) 　　计算梯度 更新

7) 　结束内循环

B U8) 　批量采样 个外生变量

∇θG
1
B
∑B

b=1
∑Tb

t=1

[
L(t)

G

]
G( µ | s,a; θG)9)　 计算梯度 更新

∇θE
1
B
∑B

b=1
∑Tb

t=1

[
L(t)

ssl+L(t)
G

]
E(s,a;θE )10)   计算梯度 更新

11) 结束外循环

r(t)
2[a] = r(t)

1[a]

值得指出的是, 算法 1 的生成对抗训练过程采用

了经典的条件生成对抗网络 (CGAN) 的优化过程. 其
相同之处在于, 当“生成-鉴别”过程趋于动态平衡时, 理
论上生成器反事实预测分布与事实观测数据分布同簇

( ); 其区别之处在于, 反事实生成对抗训练中,

生成器依赖 Gumbel-Max 算子模块保证网络的因果鉴

别性, 从因果推理角度看, 该模块将反事实区分度转换

为鉴别性需求, 鉴别性理论上的保证使得反事实分布

可以通过数据集分布进行观测学习, 该过程一般情况

无法进行[31]; 从模型优化角度看, Gumbel-Max 模块起

到缩减生成器网络参数空间的作用, 因为能够更有效

地从离线数据集中学习. 

2.5   相关讨论

S → A Y → R

R = Y

R =
∑

t

γt fr (y) fr

图 1提供了一种新的分类相关工作激励函数设计

的因果视角. 深度序列推荐模型[25,26,28]和强化学习序列

推荐模型[6,9,12,36,37]工作, 其编码器采用循环神经网络,
卷积神经网络和 Transformer[29]等自回归深度模型, 即

的结构因果方程相似. 区别是 的结构因果

方程的估计方法不同, 深度序列推荐模型使用 ,

强化学习序列推荐模型设置 , 其中 是

一个启发式设计[36]:

fr =

0.2, if y =点击
1, if y =购买

(11)

fr

上述方法或忽略了区分度 (深度序列推荐模型)或
区分度不可鉴别 (强化学习序列推荐模型, 由式 (11)可
知存在 5个点击反馈等价于 1个购买的可能). 而式 (7)
保证 CAL4Rec 的反馈激励函数 的区分度是因果可

鉴别的. 

3   实验结果及分析

为了验证 CAL4Rec的有效性, 两个从真实电子商

务场景采集的基准序列推荐数据集被用于实验分析.
为了证明提出方法有效地增加了激励函数的区分度,

CAL4Rec 首先与具有代表性的强化学习推荐系统

SOTA 基线方法比较了总体 Top@k 推荐性能. 为了验

证关键设计的有效性, 在 Retailrocket数据集上进行的

消融实验进一步证明了 Gumbel-Max 算子和生成对抗

学习 (算法 1)对推荐性能提升的帮助.

k ∈ {5,10,20}

实验设置: Yoochoose 和 Retailrocket 是两个序列

推荐的标准数据集, 分别包含两类交互正反馈 (点击和

购买), 多类反馈的处理思路与两类反馈类似. 为了对

比实验的公平一致性, 这里统一按照文献[4]的预处理

过程, 删除了 Yoochoose和 Retailrocket中互动次数少

于 3 次的交互序列, 得到的数据集统计结果如表 1 所

示. 实验用于衡量推荐性能的两个指标是: 表征 Top@k
排序性能 ( )的归一化折损累计增益 (norma-
lized discounted cumulative gain, NG@k)[4]; 反映召回性

能的命中率 (hit ratio, HR@k), 以点击 (click)为例:

HR =
#点击命中数
#点击总数

(12)
  

表 1    数据统计
 

统计项 Retailrocket Yoochoose
交互序列数 195 523 200 000
交互项目数 70 852 26 702
反馈点击数 1 176 680 1 110 965
反馈购买数 57 269 43 946

 

对比基线: 针对 3 种具有代表性的 SOTA 强化学

习序列推荐算法被作为比较基线: 基于“状态-动作”价
值函数的 SQN[4], VPQ[6], 和基于“动作-评论”架构的

SAC[4], 3种方法联合优化时序差分学习[38] 和交叉熵自

监督学习[28]. 为了证明 CAL4Rec方法适用于不同编码

器骨干网络, 实验考虑 3种典型骨干网络结构: 循环神

经网络 GRU[25], 卷积神经网络 NextIt[27]和 Transformer[29]

结构的 SASRec[28].

µ

实现细节: 两个数据集采用的输入序列长度均为

10 个当前时刻的近期交互, 编码向量均采用 64 维, 干
预变量 均匀分布为 32 维, CAL4Rec 采用独热向量

(one-hot) 编码购买反馈和点击反馈, 批量输入 (batch
size) 大小均为 256, 并通过 Adam 优化器同时更新鉴

别器、生成器和编码器. 其中, 生成器和鉴别器的学习

率为 0.005, 而编码器的学习率为 0.01. 由于 GPU计算

能力的限制, 编码器的骨干网络深度为 1 层, GRU 的

隐状态维度 64, 膨胀卷积块 (dilated convolution block)
保持 6层 64通道卷积核大小 3的设置[27], Transformer
骨干网络保持单头 1 层的自注意力块[28], 生成器网络
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与鉴别器网络均为两层前馈神经网络 (隐藏层 64 维),
鉴别器输出非线性映射函数为 Sigmoid. SQN[4], SAC[4]

和 VPQ[6]均设购买价值为 1, 点击价值为 0.2, 骨干网络

与 CAL4Rec相同. 3种骨干网络结构在训练过程中, 首
先输入长度为 10的最近交互序列, 经过编码器编码得

到 64维状态编码向量作为生成器的输入; 生成器首先

采样 256 批量大小的随机均匀分布外生变量, 基于编

码器结果拼接“状态-动作”编码向量对作为生成器输

入, 经过 Gumbel-Max 算子前馈计算得到预测潜在的

用户反馈; 鉴别器基于生成器预测结果, 拼接生成器

“状体-动作”编码对作为条件输入项, 预测生成器预测

反馈的数据来源 (事实观测数据分布或预测反事实生

成分布). 

3.1   总体性能比较

表 2为 CAL4Rec在 Retailrocket和 Yoochoose数

据集上的性能比较. 进一步分析可以发现: (1)对比不同

骨干网络的实现结构, CAL4Rec均有一致的提升, 证明

了所提出方法适用于多种序列推荐骨干网络, 该提升

性来自于 CAL4Rec 利用了用户反馈的不同激励价值

作为生成对抗学习过程的信号, SQN[4], SAC[4]和 VPQ[6]

同样利用到了反馈信号作为价值激励函数. (2) 对比同

一个骨干网络的实现结构, CAL4Rec 较 SQN, SAC 和

VPQ 总体性能平均提升了 0.082 8, 证明了 CAL4Rec
的反馈奖励函数具备更大的区分度, 直观定性的分析,
这是因为生成对抗学习驱使编码器网络和生成器网络

在均匀随机分布模拟低区分度推荐策略的干扰下, 拟
合真实观测数据; 从因果角度定量的分析, 式 (6) 的鉴

别性保证了用户反馈价值的区分度, 反馈价值的区分

度进一步通过模型生成对抗训练过程保证了推荐策略

式 (4)的区分度.
 
 

表 2    整体性能比较
 

方法

Retailrocket Yoochoose
TotalPurchase Click Purchase Click

HR@20 NG@20 HR@20 NG@20 HR@20 NG@20 HR@20 NG@20
GRU-SQN 0.525 8 0.380 4 0.334 5 0.214 2 0.633 9 0.367 9 0.477 1 0.260 4 3.194 2
GRU-SAC 0.566 7 0.421 1 0.330 9 0.214 4 0.644 7 0.372 1 0.455 6 0.247 2 3.252 7
GRU-VPQ 0.567 8 0.422 3 0.330 2 0.214 5 0.674 2 0.395 0 0.473 0 0.259 9 3.336 9
GRU-Our 0.578 3* 0.432 4* 0.340 8* 0.224 6* 0.684 7* 0.405 1* 0.483 5* 0.270 1* 3.419 5*
NextIt-SQN 0.673 7 0.510 8 0.342 9 0.227 8 0.584 8 0.335 3 0.484 0 0.266 0 3.425 3
NextIt-SAC 0.678 7 0.532 1 0.337 7 0.217 6 0.580 6 0.337 7 0.486 8 0.259 5 3.430 7
NextIt-VPQ 0.685 8 0.541 9 0.344 9 0.d26 0.606 1 0.348 7 0.478 9 0.262 9 3.491 8
NextIt-Our 0.696 3* 0.552 0* 0.355 4* 0.232 8* 0.616 7* 0.358 9* 0.489 5* 0.273 0* 3.574 6*

SASRec-SQN 0.697 8 0.532 0 0.383 2 0.240 1 0.654 4 0.370 8 0.507 0 0.279 7 3.665 0
SASRec-SAC 0.690 5 0.555 6 0.376 9 0.239 0 0.656 9 0.386 8 0.497 7 0.272 8 3.676 2
SASRec-VPQ 0.715 6 0.590 5 0.376 3 0.247 0 0.687 9 0.406 9 0.509 9 0.283 2 3.817 3
SASRec-Our 0.726 1* 0.600 7* 0.386 8* 0.257 2* 0.698 5* 0.417 0* 0.520 5* 0.293 4* 3.900 2*

注: 最优结果用粗体表示, 次优结果下划线表示, “*”表示双侧t检验, p<0.05
 

综上所述, 表 2的实验结果证明 CAL4Rec适用于

多种编码器骨干网络并取得一致的区分度提升.
 

3.2   消融实验分析

Lssl

Lgan

Lssl+Lgan

如图 3 所示, Retailrocket 数据集上的消融实验分

析进一步研究了关键设计模块 Gumbel-Max模块 (式 (7)

所示)和生成对抗联合优化学习目标 (算法 1)对CAL4Rec

性能提升的作用, 实验中采用 GRU作为编码器骨干网

络, 不同的骨干网络均得到相似的变化趋势. 其中, 

表示仅依靠自监督目标函数优化策略推荐网络和编码

器, 即经典序列推荐模型的优化过程.  表示仅依靠

生成对抗学习无自监督正则优化 CAL4Rec; 

表示去掉反事实区分度增强的 Gumbel-Max 设计 ;

Lssl+Lgan* 表示采用 Gumbel-Max 的联合优化也即

CAL4Rec的完整模型/优化过程.

Lgan

Lssl+

Lgan

Lssl

R

图 3(a)–(d) 的实验结果在两类反馈和两类评价指

标上均得到了一致性的曲线趋势. 首先, 仅采用生成对

抗学习过程 (虚线 ) 的推荐性能最差, 这是因为生

成对抗学习本身不包括用户状态转移分布的信息, 因

此需要自监督学习作为正则项进行规范 (虚线

). 但自监督正则的生成对抗学习表现结果仍低于

纯自监督学习 (实线 ), 因为常规鉴别器网络没有关

于观测数据收敛情况的先验知识. 最后, 价值区分度作

为一类先验知识通过 Gumbel-Max模块引入到 CAL4-

Rec设计的归纳偏置中, 提高了价值激励 的区分度进
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Lssl+Lgan*而提升了整体推荐性能 (虚线 ). 基于策略参

数的鉴别器可以进一步提高性能, 这将作为未来改进

方向. 

4   结束语

针对强化学习序列推荐面临的价值激励函数区分

度不足的问题, 提出了一种反事实区分度增强的生成

对抗序列推荐方法 CAL4Rec. 它率先采用反事实推理

定义区分度和价值激励函数, 其优点在于因果推理理

论保证了该定义的鉴别性, 即 Gumbel-Max 的归纳偏

置可假设检验. CAL4Rec 采用一种自监督规范的生成

对抗学习过程学习结构因果方程. 在一系列基准数据

集上进行的广泛实验证明所提方法的有效性. CAL4Rec
提供了一种利用因果图建模序列推荐过程并利用反事

实鉴别性检验模型归纳偏置的思路, 为反事实缓解冷

启动等关键问题提供了探索思路.
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图 3    Retailrocket上 Top@k 消融实验结果
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