








2.3   MobileNetV3-CaCo 整体结构

为了准确定位皮肤镜图像中的感兴趣区域, 引入

改进后兼顾通道和坐标信息的注意力机制. 具体的来

说是将 MobileNetV3-Small 原通道注意力挤压-激励

(squeeze-and-excitation, SE)模块替换为改进后的 CaCo
注意力模块, 增强其对位置信息的关注度, 提升模型的

识别效果. 改进后的MobileNetV3-CaCo模型整体结构

如图 4所示.
  

 
图 4    MobileNetV3-CaCo模型整体结构 

3   实验结果与分析 

3.1   数据集介绍

本文训练与测试所采用的数据集是 HAM数据集[30],
该数据集由 10 015张分辨率为 600×450像素的皮肤镜

图像组成, 包含了 7 个不同的类别, 分别是: 黑色素细

胞痣 (melanocytic nevi, NV)、基底细胞癌 (basal cell
carcinoma, BCC)、黑色素瘤 (melanoma, MEL)、良性

角化病 (benign keratosis, BKL)、皮肤纤维瘤 (dermato-
fibroma, DF)、血管性皮肤损伤 (vascular skin lesion,
VASC) 和光化性角化病 (actinic keratosis, AKIEC). 其
中基底细胞癌 (BCC)和黑色素瘤 (MEL)是恶性的, 其
余皮肤肿瘤都是良性的, 所有黑色素瘤的诊断都是通

过活检的组织病理学评估来证实的, 而黑色素细胞痣

的诊断则是通过组织病理学检查 (24%)、专家共识

(54%)或其他诊断方法来证实的. 数据集类别示例展示

如图 5所示. 数据统计情况如表 1所示.
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图 5    数据集类别示例
 

 
 

表 1    皮肤肿瘤样本分布情况
 

临床诊断 样本数

黑色素细胞痣 (NV) 6 705
基底细胞癌 (BCC) 514
黑色素瘤 (MEL) 1 113
良性角化病 (BKL) 1 099
皮肤纤维瘤 (DF) 115

血管性皮肤损伤 (VASC) 142
光化性角化病 (AKIEC) 327

 

在进行数据预处理时, 采用随机水平翻转、随机

垂直翻转、旋转 (90°, 180°)、随机颜色变换、随机缩

放等方法对 HAM数据集进行数据增强.
 

3.2   实验环境及参数设置

本文算法基于 PyTorch 框架在 Python 中实现. 训
练时将数据集按照 8:1:1 的比例分为训练集、验证集

和测试集, 训练时训练集与验证集采取交叉验证方式

进行训练, 测试集的数据与训练时的数据集不重叠. 实
验过程中, 统一设置 epoch为 100, 优化器采用 AdamW
优化器, 学习率设置为 5E–4, weight decay设置为 5E–2,
batchsize设置为 128. 训练时均使用 PyTorch官方代码

仓库中的预训练权重参数初始化模型权重.
实验使用的硬件配置为: 华硕 X570-PRO 主板、

AMD Ryzen 9 3900x 12-core Processor的 CPU、16 GB

计 算 机 系 统 应 用 http://www.c-s-a.org.cn 2023 年 第 32 卷 第 12 期

124 系统建设 System Construction



DDR4 2 133 MHz内存、NVIDIA Geforce GTX3080Ti
10 GB 显卡, 软件配置为: CUDA 11.7、Python 3.9、
Cudnn 8.2.1、并采用 PyTorch 1.13.1 深度学习框架以

及 Ubuntu 18.04操作系统. 

3.3   评价指标

为了全面评价 MobileNetV3-DA 模型的性能, 本
实验选取正确率 (Accuracy)、特效度 (Specificity)、灵

敏度 (Sensitivity) 和平衡准确性 (balance accuracy,
BACC) 等指标综合评估模型的识别效果. 计算公式如

式 (8)–式 (11)所示:

Accuracy =
T P+T N

T P+FP+T N +FN
(8)

Specificity =
T N

T N +FP
(9)

Sensitivity = Recall =
T P

T P+FN
(10)

BACC =
Sensitivity+Specificity

2
(11)

其中, TP、FP、FN 和 TN 分别为混淆矩阵中分类模型

对不同皮肤肿瘤的分类情况统计. 其中, TP (true positive)
代表真实值为正样本且识别也为正样本的数量, FP
(false positive)代表真实值为负样本但识别为正样本的

数量, FN (false negative) 代表真实值为正样本但识别

为负样本的数量, TN (true negative)代表真实值为负样

本且识别也为负样本的数量. 进行皮肤肿瘤识别时, 把
要识别样本的实际类别数视为正样本数, 把其他所有

类别数之和视为负样本数. 

3.4   MobileNetV3 与其他模型性能对比

在医学图像处理领域, 医学图像数据集的数据量

通常比较小, 使用预训练策略可以有效提升模型的泛

化能力. He等[31]从随机初始化权重的情况下训练不同

的神经网络. 然后用 COCO 数据集进行目标检测和示

例分割任务, 结果显示预训练策略在目标任务上数据

不足的时候可以带来大幅提升, 还能规避一些目标数

据的优化问题, 同时还可以缩短研究周期. 本实验同样

在不同的初始化策略下对不同参数量的 MobileNetV3
以及 ResNet18进行测试, 实验结果如表 2所示.

对不使用预训练权重的 ResNet18与MobileNetV3
进行比较, 表 2中的结果表明, 在训练策略相同的情况

下, ResNet18的性能表现优于MobileNetV3. 这是因为

前者拥有更多的参数量, 在模型精度上表现得更好. 同
样, 分别对使用预训练策略的 ResNet18 与 Mobile-

NetV3和未使用预训练策略的 ResNet18与MobileNetV3
进行比较. 表 2结果表明, 在其余训练策略相同的情况

下, 使用预训练策略要比未使用预训练策略具有更好

的泛化能力.
 
 

表 2    不同初始化策略的模型对比
 

模型
准确率

(%)
平衡准确

性 (%)
模型参数

量 (M)
ResNet18 (without pre-training) 89.88 80.67 11.18
ResNet18 (with pre-training) 91.48 84.23 11.18

MobileNetV3 (without pre-training) 87.17 73.71 2.18
MobileNetV3 (with pre-training) 90.88 83.44 2.18

 

为了验证轻量级卷积神经网络MobileNetV3的有

效性, 对不同深度学习模型进行比较. 相关结果对比见

表 3及图 6.
 
 

表 3    不同模型性能对比
 

模型 准确率 (%) 平衡准确性 (%) 模型参数量 (M)
ResNet18 91.48 84.23 11.18

ShuffleNetV2 91.38 84.25 5.36
GhostNetV2 88.88 78.63 6.16
EfficientNetB0 91.29 83.42 5.29
MobileNetV3 90.88 83.44 2.18
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图 6    模型实验结果对比

 

由表 3 可以看出, ResNet18 模型利用残差网络构

建了较深的神经网络, 具有较好的特征提取能力和反

向传播能力, 在实验中表现出较好的分类性能, 但是训

练的时间长, 耗费的内存和计算资源较大; ShuffleNetV2
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利用分组卷积的思想降低了参数量, 但与此同时其收

敛过程不稳定, 导致模型的稳定性能受影响. Mobile-
NetV3-Small 模型以较小的模型参数量取得较好的分

类效果, 训练结果接近 EfficientNetB0, 优于 GhostNetV2.
由图 6可以看出, 在经过 100个 epoch后, 各个模型的

损失值和准确率趋于稳定, 这表明模型已经训练充分. 与
其他模型相比MobileNetV3-Small在训练过程中表现出

更平稳的收敛过程, 损失值和准确率也较早的稳定在最

优值附近, 以较少的参数量实现了较好的分类识别效果. 

3.5   MobileNetV3-CaCo 与其他模型性能对比

通过对改进后的 MobileNetV3-CaCo 结合不同的

损失函数进行对比, 相关结果对比见表 4.
 
 

表 4    MobileNetV3-CaCo结合不同结合损失函数性能对比
 

模型
准确率

(%)
平衡准确

性 (%)
模型参数

量 (M)
MobileNetV3 90.88 83.44 2.18

MobileNetV3-CaCo 91.78 85.70 2.29
MobileNetV3-CaCo+focal 91.98 85.74 2.29
MobileNetV3-CaCo+LDAM 91.78 86.31 2.29

MobileNetV3-CaCo+改进损失函数 93.39 86.35 2.29
 

表 4中前面 2种未标注损失函数的表示统一使用

交叉熵函数优化模型, 后面 3种表示改进后的Mobile-
NetV3-CaCo 模型分别采用 focal-loss 和 LDAM 以及

改进后的混合损失函数提升模型的性能. 从表 4 中可

知, 通过使用 focal-loss 或 LDAM 损失函数后, 模型的

准确性以及平衡准确性都有所提升. 这是因为这两种

损失函数分别注重于更加分类困难的样本和更加偏向

于少数类地学习, 在模型训练过程中都可以更好的调

节因数据量不均衡而对不同样本数量的关注度差距.
通过结合这两种损失函数改进的混合损失函数在模型

识别精度以及平衡准确性上均有所上升, 能够有效识

别少数量类的皮肤肿瘤图像.
通过对不同注意力模块组合进行比较, 相关结果

对比见表 5 及图 7. 其中 MobileNetV3-CBAM 表示

MobileNetV3-Small 的 SE 注意力模块替换为 CBAM
模块, MobileNetV3-SeCo 表示在原 SE 模块后引入坐

标注意力模块, MobileNetV3-Eca表示将MobileNetV3-
Small的 SE注意力模块替换为 Eca模块, MobileNetV3-
CaCo 表示本文构建模型. 从表 5 可知, MobileNetV3-
CBAM、MobileNetV3-SeCo、MobileNetV3-Eca 和
MobileNetV3-CaCo 模型的识别准确率为 91.48%、

89.68%、90.98% 和 91.78%, 相比其他 3 类模型 ,

MobileNetV3-CaCo 能够更加准确的识别皮肤镜图像,
有效提升模型精度.
 
 

表 5    不同注意力模块组合加损失函数性能对比
 

模型
准确率

(%)
平衡准确

性 (%)
模型参数

量 (M)
MobileNetV3 90.88 83.44 2.18

MobileNetV3-CBAM 91.48 85.72 2.20
MobileNetV3-SeCo 89.68 78.70 2.64
MobileNetV3-Eca 90.98 82.64 2.08
MobileNetV3-CaCo 91.78 85.70 2.29

MobileNetV3-CaCo+改进损失函数 93.39 86.35 2.29
 

从图 7 可以看出, 通过对不同注意力模块组合或

者引入不同的注意力模块, 对模型的识别效果影响参

差不齐. 其中较另外两种模型比较, 引入 CBAM 模块

效果较好, 尤其体现在对皮肤纤维瘤识别效果较好. 本
文构建的 MobileNetV3-CaCo 模型的识别果优于其余

模型的识别效果. 特别是在引入联合损失函数后, 模型

对每种皮肤镜图像识别效果更均衡, 明显提升模型对

少数量类的识别能力. 在少量增加模型参数量的情况

下, 模型的正确率和平衡准确性均得到提升. 

4   结论与展望

针对皮肤镜图像难分类的问题, 本研究对 Mobile
NetV3-Small 模型进行了改进, 构建了 MobileNetV3-
CaCo 皮肤镜图像识别模型. 将 MobileNetV3-Small 中
SE 注意力模块更换为改进后的 CaCo 注意力模块, 以
此在保留模型对通道的注意力的同时增强模型对位置

信息的感知能力, 提升了模型的信息表达能力; 同时采

用改进联合损失函数来提升模型的识别精度. 结果表明:
1) MobileNetV3-CaCo 模型能够准确识别皮肤镜

图像. 针对数据集改进的混合损失函数可以有效提升

模型识别精度. MobileNetV3-CaCo在测试集上的识别

准确率为 92.29%, 对比 ResNet18、GhostNetV2、
EfficientNetB0 和 ShuffleNetV2 这些常见轻量级分类

模型分别高 1.91、4.71、2.51和 2.01个百分点.
2) MobileNetV3-CaCo 模型满足了轻量化的要求.

MobileNetV3-CaCo 的模型参数量为 2.29M, 较好的平

衡了模型的复杂度和识别效果.
模型测试结果表明, 本研究构建的 MobileNetV3-

CaCo模型能够快速、准确地识别皮肤镜图像. 下一步

将考虑将模型部署到移动终端, 实现皮肤镜像图片的

快速智能识别.
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(e) MobileNetV3-CaCo
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(f) MobileNetV3-CaCo+联合损失函数
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图 7    引入不同注意力机制模型的混淆矩阵
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