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摘　要: 在关系抽取任务中, 通常利用构建依赖树或句法树来获得更深层和丰富的结构信息. 图神经网络作为一种

强大的图结构数据表示学习方法, 可以更好地对这种复杂数据结构进行建模. 本文介绍了基于图神经网络的关系抽

取方法, 旨在深入理解该领域的最新研究进展和趋势. 首先简要介绍了图神经网络的分类和结构, 然后详细阐述了

基于图神经网络的关系抽取方法的核心技术和应用场景, 包括句子级和文档级方法, 以及实体关系联合抽取方法.
并分析和比较了各个方法的优缺点和性能表现, 并探讨了未来可能的研究方向和挑战.
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Abstract: In relation extraction tasks, building dependency trees or syntactic trees is usually adopted to obtain deeper and
richer structural information. Graph neural network, as a powerful representation learning method for graph data
structures, can better model such complex data structures. This study introduces a relation extraction method based on
graph neural network, aiming to gain a deep understanding of the latest research progress and trends in this field. Firstly, it
briefly introduces the classification and structure of relation graph neural networks and then elaborates on the core
technology and application scenarios of relation extraction methods based on graph neural networks, including sentence-
level and document-level methods, and joint entity-relation extraction methods. The advantages, disadvantages, and
performance of each method are analyzed and compared, and possible future research directions and challenges are
discussed.
Key words: relation extraction; graph neural network (GNN); graph structure data; entity-relation joint extraction

近年来, 随着深度学习的蓬勃发展, 知识工程作为

人工智能的另一个重要分支和基础设施, 在自然语言

处理、信息检索和推荐等许多应用中发挥了越来越重

要的作用. 通过知识工程, 研究人员可以从爆炸性数据

中提取有价值的信息, 并使其为机器所理解. 这样, 人

工智能相关的应用就不会只局限于较浅的层面, 而是

可以对数据有更加深入的理解.

知识图谱 (knowledge graph, KG)是一种知识形式,

也称为知识库, 它可以提供关于复杂现实世界的结构

化语义信息. 事实上, 知识图谱可以被视为一种结构化

和链接的数据, 它将关系事实存储在图结构中. 在当前

的知识图谱中, 节点通常表示实体 (包括实体、概念、
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类、属性等), 任意两个节点之间的边表示它们对应的

语义关系. 知识图谱中的基本事实单元是由两个实体

(节点)及其语义关系 (边)组成的三元组.
知识图谱的构建过程, 也是对知识数据的提取和

结构化过程. 此过程可分为几项必需的子任务, 如实体

识别 (entity recognition)、实体消歧 (entity disam-
biguation)、关系抽取 (relation extraction) 和事件抽取

(event extraction)等. 由于文本表达的多样性, 从文本中

抽取关系并不是一项容易的任务, 这在很大程度上取

决于文本理解的能力. 经典方法主要集中在特征工程

上, 其目的是提取有效的特征来提取目标关系. 然而,
它们存在“语义差距”的问题. 这意味着所有特征都是

基于符号表示 (字符、单词、短语等) 的, 这些符号表

示存在多义和歧义的问题. 随着深度学习的发展, 深度

神经网络在许多研究领域无疑表现出了其优势. 它们

的基本优势是使用分布式表示而不是符号, 其中符号

之间的精确匹配可以被分布式向量之间的运算所取代.
通过这种方式, 可以在很大程度上缓解语义差距问题.
其中, 图神经网络 (graph neural network)可以通过节点

的邻域信息聚合并更新节点, 利用其强大的信息传播

能力学习数据间的语义关系和潜在信息, 使其可以很

好地学习知识中的节点信息、节点间关系信息以及全

局结构信息. 近年来, 通过图神经网络, 关系抽取任务

在解决关系重叠、多元关系抽取、多义和歧义等问题

中取得巨大进展. 因此, 本文的内容从基于图神经网络

的关系抽取方法出发, 介绍关系抽取的特点、评价体

系和常用数据集, 将关系抽取方法分为两大类, 分别阐

述各个方法的核心思想以及优势与不足, 最后总结全文. 

1   关系抽取 

1.1   关系抽取的基本概念

在自然语言处理领域, 关系一般是指文本中实体

之间的关系, 如句法关系和语义关系. 因此, 关系抽取

任务的主要目的是在从纯文本中提取实体之间有意义

的关系信息.
实体之间的关系通常以关系三元组<E1, R, E2>的

形式进行描述, 其中 E1和 E2是指实体的类型, 即主体

与客体, R 是指关系描述的类型. 即主体与客体之间的

关系. 例如, “中国石油大学 (华东)今年举办了运动会”,
则该语句中的 E1 为“中国石油大学 (华东)”, E2 为“运
动会”, R为“举办”, 三元组为<中国石油大学 (华东), 举

办, 运动会>. 

1.2   关系抽取的特点

关系抽取的方法众多, 早期的关系抽取方法以基

于规则的抽取方法为主, 此方法准确率高. 神经网络的

出现, 使关系抽取的方法更加丰富, 包括基于监督、基

于半监督、基于无监督以及基于远程监督[1,2]的方法.
各个方法的优缺点如表 1所示.
 
 

表 1    关系抽取的方法比较
 

方法 优点 缺点

基于规则 准确率高
成本较高, 可移植性差,
召回率低

基于监督学习 准确率高, 效率高
数据标注成本高, 可移

植性差

基于半监督学习 召回率高, 人工成本低 对种子集合质量要求高

基于无监督学习 成本低
含大量噪声数据, 准确

率较低

基于远程监督学习
成本低, 迁移性好, 不
依赖人工标注

含大量噪声数据, 受限

于知识库, 召回率低
 

另外, 由于实体之间的关系类型繁多, 且实际场景

中的关系错综复杂, 传统的简单关系抽取方法无法应

对复杂场景的变化和复杂关系的建模, 比如多元关系

抽取、关系重叠、嵌套关系抽取、多粒度关系抽取等

问题.
由于不同的领域中的主要实体、事件等不尽相同,

因此不同领域之间的主要关系类型也不同. 例如, 学科

领域主要的关系类型包括作者、单位、职称等关系类

型, 自然灾害领域主要的关系类型包括因果、时间、

并列等关系类型. 基于此, 针对不同领域的关系抽取方

法也存在差异. 

1.3   关系抽取任务的相关数据集

用于关系抽取任务的数据集, 按照抽取的内容大

小分类, 可分为句子级关系抽取数据集和文档级关系

抽取数据集[3]. 按照数据集的语言分类, 可分为中文领

域数据集和英文领域数据集. 大多数据集仅面向句子

级关系抽取, 文档级关系抽取数据集较少, 如表 2所示. 

1.4   关系抽取的评价体系

关系抽取任务常用的评价指标有精确率 (Precision)、
召回率 (Recall)、F1 值 (F1). 其中把抽取结果集中正

确抽取的记为 TP (true positive), 错误抽取的记为 FP
(false positive)[4].

精准率指在所有预测为正例的样本中实际为正样

本的比率, 计算公式如下:
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Precision =
T P

T F +FP
(1)

召回率又叫查全率, 指在所有正样本中预测正确

的比率, 即正样本中模型找对了多少, 其计算公式为:

Recall =
T P

T P+FN
(2)

F1 值常被用来作为综合评价准确率和召回率的

指标, 其计算公式为:

F1 =
2×Precision×Recall

Precision+Recall
(3)

大多数方法使用精确率、召回率和 F1 值作为评

估指标. 然而, 这样的评估存在一个问题, 即提取的正

确关系没有出现在测试集中, 将被视为错误, 称为假阴

性. 为了解决这个问题, 经常使用手动评估. 在人工注

释器的帮助下, 现有的方法通常计算提取的前 N 个关

系实例的精度.
 
 

表 2    关系抽取任务的相关数据集
 

数据集 语言 关系数 适用类别

ACE2005 英语, 阿拉伯语, 中文 24 句子级

SemEval2010 英语 10 句子级

FewRel 中文 100 句子级

Wiki80 英语 80 句子级

NYT10 英语 53 句子级

TACRED 英语 42 句子级

DuIE2.0 中文 48 句子级

DocRED 英语 96 文档级

Chinese literature text 中文 9 文档级

BC5CDR 英语 1 文档级
  

2   图神经网络 

2.1   图神经网络的介绍

传统的关系抽取方法大多依赖于规则和自然语言

处理工具. 为了解决传统方法耗时、费力、准确性低

的问题, Zeng 等人[5]将卷积神经网络应用于关系抽取

任务中. 同时为了减少对人工标注的依赖, Zeng等人[1]

通过将知识库与非结构化文本对齐, 实现了自动构建

训练数据, 减少了模型对人工标注数据的依赖, 增强了

模型的跨领域的适应能力. 为了使模型更加关注有效

信息, Lin等人[6]引入了图神经网络 (GNN)来结合句子

语义来表达关系, 并使用注意力机制来最大限度地减

少样本中虚假标签的影响. 同时, 为了充分利用多个实

体对之间的多跳依赖关系和句子中的隐含依赖信息,
Zhu等人[7]将图神经网络引入到关系抽取任务中, 其中

将节点表示实体, 关系与节点之间的路径相关联, 从而

有效地解决了多跳关系推理的问题. 由此, 随着图神经

网络的发展, 发现当其运用到关系抽取任务中时, 可以

有效地表示实体之间的关系, 从而被广泛应用于关系

抽取任务中.
GNN最早是由 Scarselli等人[8]在 2009年提出, 并

通过 Almeida-Pineda 算法进行训练. 在句子中存在类

似树或图的结构, 如依赖树和句法树, 这些句法树可以

传递更丰富的结构信息, 有助于提取文本中实体之间

的关系. 因此, 由于其突出的性能, 近年来已成为一种

广泛应用的图分析方法[9], 图神经网络自然被用来对这

种复杂的数据结构进行建模. 图神经网络的变体, 如图

卷积网络 (GCN)[10]、图注意力网络 (GAT)[11]、图递归

网络 (GRN), 在许多关系抽取任务上表现出了突破性

的性能. 其中, 运用最多的是图卷积网络和图注意力网

络. 图神经网络的分类如图 1所示.
  

图神经网络

卷积
运算

递归
运算

…

VR-GCN …

GraphSAGE DeepGCN

GraphLSTM …

GNN TreeLSTM

DGCN …

A-GCN GaAN

GCN GAT

 
图 1    图神经网络的分类

  

2.2   图卷积网络

近年来, GCN 在自然语言处理任务中考虑依赖关

系结构的方法被广泛应用. GCN 的研究时间最长、成

果最多, 是 GNN 最具代表性的模型, 它定义了对不规

则图结构的卷积和读出操作, 以捕获常见的局部和全

局结构模式. Marcheggiani等人[12]将 GCN应用于词序

列的语义角色标注任务上. Liu 等人[13]通过 GCN 对长

文档进行编码, 从而进行文本匹配. Cetoli 等人[14]结合

RNN 和 GCN 来识别命名实体. Tian 等人[15]提出的关

系抽取模型 A-GCN 中运用了图卷积神经网络来区分

重要的上下文信息. 另外, 图卷积神经网络可以将图和

CNN 结合在一起, 以此利用 CNN 来应用于图推理模

型[10,16].
图卷积网络通过对相邻节点的特征进行卷积, 并

将节点的信息传播给其最近的邻居. 通过堆叠 GCN

2024 年 第 33 卷 第 3 期 http://www.c-s-a.org.cn 计 算 机 系 统 应 用

Special Issue 专论•综述 3

http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn


层, GCN 可以提取每个节点的区域特征. GCN 层通过

考虑相邻节点的特征来检索新的节点特征, 公式如下:

hl+1
u = ReLU

 ∑
v∈N(u)

(W lhl
v+bl)

 (4)

N(u)

hl
v

h ∈ R f W ∈ R f× f b ∈ R f f

其中, u 是目标节点,  表示 u 的邻域, 包括 u 本身;
表示节点 v 在层 l 处的隐藏特征; W 和 b 是可学习的

权重, 将节点的特征映射到图中的相邻节点上; 并且

,  ,  , 其中 是特征大小. 

2.3   图注意力网络

注意力机制已成功应用于许多基于序列的任务中,
如机器翻译[17]、机器阅读[18]、情感分析[19]等. 还有一

些模型试图在图上推广注意力算子[11,20]. 与其他的算子

相比, 基于注意力的算子为邻居分配了不同的权重, 这
样不但可以减少噪声, 而且可以获得更好的结果.

图注意力网络 (GAT)[11]将注意力机制纳入传播步

骤, 它遵循自注意力策略, 通过关注其邻居来计算每个节

点的隐藏状态. 节点 v 的隐藏状态可通过以下方式获得:

ht+1
v = ρ

∑
u∈Nv

αvuWht
u

 (5)

αvu =
exp(LeakyReLU(aT[Whv||Whu]))∑

k∈Nv

exp(LeakyReLU(aT[Whv||Whk]))
(6)

其中, W 是权重矩阵, a 是单层MLP的权重向量.
此外, GAT利用多头注意力机制来稳定学习过程.

它应用 K 个独立的注意力头部矩阵来计算隐藏状态,
然后连接它们的特征 (或计算平均值), 得到以下两个

输出表示:

ht+1
v = ||Kk=1σ

∑
u∈Nv

αk
vuWkht

u

 (7)

ht+1
v = σ

 1
K

K∑
k=1

∑
u∈Nv

αk
vuWkht

u

 (8)

αk
i j其中,  是由第 k 个注意力头部计算的归一化注意力

系数. 门控注意力网络 (GaAN)[20]也使用了多头注意力

机制. 但它使用自注意力机制从不同的头部收集信息,
以此取代 GAT的平均操作. 

3   基于图神经网络的关系抽取方法

根据输入的文本的类型可将关系抽取任务划分为:

句子级 (sentence level) 关系抽取、文档级 (document
level)关系抽取以及实体关系联合抽取方法. 句子级关

系抽取是指三元组的两个实体在同一个句子中共现,
文档级关系抽取则是在一段完整的文档内进行关系抽

取, 实体关系联合抽取方法则是将句中的实体抽取与

关系抽取任务视为一个任务. 3种方法的侧重点各不相

同, 下文将分别介绍几种具有代表性的方法. 

3.1   句子级关系抽取方法 

3.1.1    基于卷积运算的方法

由于知识图谱天生不完整, 多数的现有知识图库

都是稀疏的. 比如在 Freebase中, 66%的人都是缺少出

生地这一关系的, 由此引出了知识补全任务. Schlichtkrull
等人[21]提出使用关系图卷积网络 (R-GCN), R-GCN是

GCN 模型的扩展, 用于两个知识库的补全任务: 链接

预测、实体分类. R-GCN 模型由多个单层 R-GCN 模

型、实体分类模型和链接预测模型组成. 实体分类模

型在图中的每个节点上使用 Softmax 分类器, 分类器

采用关系图卷积网络 (R-GCN) 提供的节点表示, 并预

测标签. 该模型以及 R-GCN的参数都是通过优化交叉

熵损失学习得到的. 而链接预测模型可以看作是一个

自编码器, 包括编码器和解码器两部分, 使用 R-GCN
产生节点的潜在表示, 以及张量分解模型 Dist-Mult探
索学习到的节点表达来预测边.

使用依赖树进行关系抽取, 可以更好解决目标实

体之间的长距离问题, 但也存在着噪声. 因此, Tian 等

人[15]提出了一种基于注意力图卷积网络的依赖驱动关

系提取方法 (A-GCN). 首先从现成的依赖关系解析器

中获取输入句子的依存关系树, 然后在依存关系树上

构建图, 并为任意两个单词之间的不同标记依存关系

分配不同的权重, 权重的计算基于连接及其依赖类型,
最后由 A-GCN 根据学习的权重预测关系. 这样做, A-
GCN 不仅能够从依赖树中区分重要的上下文信息并

相应地利用它们, 从而不需要依赖剪枝策略, 而且 A-GCN
还可以利用大多数先前忽略的依赖类型信息研究. 在
ACE2005 和 SemEval2010 两个数据集上的实验结果

证明了 A-GCN的有效性.
为了更好地学习节点之间的依赖关系, Li 等人[22]

提出通过基于注意力机制捕获上下文依赖关系, 并使用

分布式强化学习来生成最优的关系信息表示, 来改进关

系抽取任务 .  这种方法被称为双注意力图卷积网络

(DAGCN), 用于自适应地将局部特征与其全局相关性
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相集成. 具体来说, 在 GCN之上附加了两种类型的注意

力模块, 它们分别对空间维度和关系维度的语义相互依

赖性进行建模. 位置注意力模块通过节点内部特征的所

有位置处的特征的加权和来选择性地聚集每个位置处

的特性. 同时, 关系注意力模块通过整合所有节点之间

的相关特征, 选择性地强调相互依赖的节点关系. 将两

个注意力模块的输出相加, 并使用强化学习来预测节点

关系的分类, 以进一步改进特征表示, 从而有助于更精

确地提取结果. 在 TACRED和 SemEval2010数据集上

的实验结果表明, 该模型在各种评估指标上取得了较好

的性能, 可以为关系抽取任务获得更多深层次的信息.
Guo等人[23]提出了一种基于注意力机制的图卷积

网络——AGGCN模型, 该模型直接把一个完整的依赖

树转换为全连接的权重图, 并将其作为输入, 区别于前

者的修剪之后的输入, 称之为“软修剪”策略. 模型通过

自注意力机制以端到端的形式学习所有边的权重, 可
以做到选择性地保留有用的相关子结构.

AGGCN 的框架图如图 2 所示, 由 M 个相同的块

组成. 每个块由 3种类型的层组成: 注意引导层、密集

连接层和线性组合层. 模型的两个最大创新点在于注

意引导层和密集连接层.
 
 

线性组合层

注意引导层

密集连接层密集连接层 …N… …M…

 
图 2    AGGCN框架图

 

Xue等人[24]提出了 GDPNet模型. GDPNet利用潜

在的多视图来捕获 token之间各种可能的关系, 随之对

这个图进行精炼以选择重要的词进行关系预测, 最后

将改进的图表示和基于 BERT模型的表示连接起来进

行关系抽取. 同时提出了高斯图生成器 (GGG) 来生成

多视图的边; 提出了一种图形池化方法 DTWPool, 以
灵活的池化比例细化从文本序列中学习到的潜在多视

图. 在数据集 DialogRE 和 TACRED 上, 表明 GDPNet
在对话级和句子级事件抽取上都取得了较好的性能.

GDPNet的总体架构显示如图 3所示. 其中有 3个

关键组件: BERT 模块、图模块和 Softmax 分类器.
BERT 模块将令牌编码为相应的特性表示. 如图 3 所

示, 图模块接受来自 BERT的令牌表示, 并使用高斯图

生成器构造一个多视图. 然后通过图卷积和 DTWPool
的多重交互对图进行细化. 最后, 将改进后的潜图输入

Softmax分类器进行关系类型预测.
  

Softmax 分类器

图卷积

高斯图生成器

BERT 模块

DTWPool

 
图 3    GDPNet框架图

 

先前的基于对话数据的关系抽取中, 没有充分利

用说话者的信息. 因此, 可能导致未能对关键的话语间

关系进行建模, 这些关系可能通过代词和触发词为相

关论点实体提供额外的上下文信息. Chen 等人[25]提出

了一种基于图注意力网络的以归纳方式处理对话关系

抽取的方法, 其中构建了包含有意义连接的说话者、

实体、类型和话语节点的图. 该图被馈送到图注意力

网络, 用于相关节点之间的上下文信息的传播, 从而有

效地捕捉对话上下文. 在基准数据集 DialogRE上的实

验证明, 这种基于图的方法以显著优势优于目前最先

进的方法, 有效地捕捉了对话中不同参数对之间的关系. 

3.1.2    基于递归运算的方法

在医学领域, 依赖树的准确性相对较低, 从而降低

了它们的可用性. Song 等人[26]提出了一种通过利用依

赖森林来提升医学领域关系抽取的效果的方法. 森林

包含许多可能的决策, 具有更高的召回率, 但噪声更大.
但将图递归神经网络用于表示森林, 能够有效区分有

用的句法信息和噪声. 在两个生物医学关系抽取基准

上的实验结果表明, 该方法优于标准的基于树的方法,
主要优势是实现了减轻域外解析错误.

同时, 远程监督的方法同时也暴露了其缺陷——
存在错误标记的问题. Xie等人[27]提出了一种新的异构

图神经网络 (HGNN). HGNN 是基于句子节点和实体

节点, 通过句子节点将标签信息传递给相邻的实体节
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点, 实体节点可以充当句子和关系之间的桥梁, 并从这

两种类型的节点中捕获丰富的领域信息. HGNN 实现

了当存在噪声数据和少量标注数据的情况下, 仍能保

持较好的性能. 该实验在 FewRel 数据集上的结果表

明, HGNN优于当时最优秀的基线模型. 句子级关系抽

取方法比较见表 3.
 
 

表 3    句子级关系抽取方法比较
 

模型 数据集 F1 (%) 特点

R-GCN FB15k-237 84.20
可用于知识补全, 解决链接预测和

实体分类

A-GCN ACE2005 79.05
利用依赖驱动, 引入了注意力机制,
解决了噪声问题

DAGCN
SemEval-
2010

86.90
加入两种注意力模块, 解决了图卷

积丢失信息和最大池化导致的损失

问题

AGGCN TACRED 69.00
采用“软修剪”策略, 直接对全树进

行操作, 从而捕获更丰富的信息

GDPNet TACRED 80.20
利用潜在的多视图来捕获关系, 利
用高斯图生成器来产生多视图的边

EDGEWISEPS
SemEval-
2010

86.30 创新性地使用基于依赖森林的方法

Dialog-HGAT DialogRE 52.70
利用说话者信息, 解决基于对话的

关系抽取中逻辑纠缠和信息稀疏的

问题
  

3.2   文档级关系抽取方法 

3.2.1    基于卷积运算的方法

句子间的关系抽取需要处理文档中的复杂语义关

系, 这些关系需要局部、非局部、句法和语义依赖信

息. Sahu等人[28]提出了一种新的句子间关系抽取模型,
该模型在文档级图上建立了带标签的图卷积神经网络

模型. 该图使用各种句间和句内依赖关系来构建, 以此

来捕获局部和非局部依赖关系信息. 为了预测实体对

的关系, 使用了具有双仿射成对评分的多实例学习. 实
验结果表明, 该模型在 CDR 和 CHR 两个数据集上实

现了与最先进的神经模型相当的性能, 并且证明图中

的所有边的类型对于句间关系抽取均为有效.
传统的 GCN 只采用词节点和邻接矩阵来表示图,

很难在长距离的实体对之间建立直接联系. Zhou等人[29]

提出了一种全局上下文增强的图卷积网络——GCGCN,
该模型引入了实体对的上下文作为实体节点之间的边,
以此来对文档中多个实体之间的复杂语义交互进行建

模. 同时, 利用一个大规模的远程监督数据集来预训练

GCGCN 模型, 然后通过对人工注释数据集进行微调,
以进一步提高文档级关系抽取的性能. 在 DocRED 数

据集上的实验结果表明, 该模型可以有效地捕捉文档

中丰富的全局上下文信息.
Zeng等人[30]首次提出了一种图聚合推理网络——

GAIN, 来更好地处理文档级的关系提取. GAIN构造了

两个图, 一个是异构的提及图, 另一个是实体级图. 前
者利用图卷积神经网络学习来建模不同提及之间的复

杂互动, 后者聚合了相同实体的潜在提及. 基于此, 提
出了一种新的路径推理机制来推断实体之间的关系.
在公共数据集 DocRED 上的实验表明, 与之前的最先

进技术相比, GAIN实现了显著的性能改进.
文档级关系提取需要语句间推理能力来捕获多个

关系事实的局部和全局上下文信息. Li 等人[31]提出了

通过图增强双注意力网络——GEDA (见图 4), 来更好

地描述句子和关系实例之间的相互作用, 以改进整个

文档的句子间推理. 在 GEDA中, 由句子到关系 (S2R)
注意力生成的句子表示在被馈送到关系到句子 (R2S)
的注意力之前, 由异构图卷积网络进行细化和合成. GEDA
的新颖之处主要在于基于图的句子表示精化, 以及分

别基于注意力对偶和支持证据的两个简单而有效的正

则化器. 实验验证了图增强双重注意力机制的优越性,
特别是在句间关系提取方面.
  

图增强双注意力网络

S2R 注意力

句子表示 实体表示 关系实例表示

R2S 注意力GCN

 
图 4    GEDA模型

 

基于图的方法取得了非常好的效果, 但是这些方

法通常把所有实体对的重要程度都是看作是同等的,
而忽略了实体对之间是否存在关系, 这会影响编码器

的注意力效果. Xu 等人[32]于 2021 年提出了一种路径

重构方法, 在不需要额外语法知识的情况下把输入的

文档转化为一个异构图, 然后使用图注意力神经网络

来编码图信息. 并从图中计算重构路径的概率来进行

指示, 重建每个实体对的路径依赖. 把重构路径概率值

作为对实体对之间是否有关系的判断, 计算一个预测

损失, 最大化有关系的概率, 最小化无关系的概率. 在
推理阶段, 把该概率值作为预测的一部分来帮助对该

对实体间关系的判断, 通过重构路径的方法, 让模型更

加关注于有关系的实体对, 从而提高模型的效果. 
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3.2.2    基于递归运算的方法

过去在关系抽取方面的工作主要集中在单句中的二

元关系上. 基于对抽取跨多个句子的 n 元关系的问题,
Peng 等人[33 ]提出了一种基于图长短期记忆网络 (图
LSTM)的通用关系抽取框架, 该框架可以很容易地扩展

到跨句子的 n 元关系抽取. 该框架为探索不同的 LSTM
方法提供了一种统一的方法, 并结合了各种句内和句间

依赖关系, 如顺序关系、句法关系和话语关系. 学习实体

的上下文表示, 作为关系分类器的输入. 这不仅简化了对

关系的处理, 而且实现了具有相关关系的多任务学习.
跨句 n 元关系抽取的典型方法是将输入转换为文

档图, 集成各种句子内和句子间的依赖关系. 其中一种

方法是将输入图拆分为两个 DAG, 每个 DAG采用 DAG
结构的 LSTM. 尽管能够通过边来对语义知识进行建

模, 但是重要信息可能会在分割过程中丢失. 因此, Song
等人[34]在 Peng 等人[33]的基础上提出了一种图形状态

LSTM 模型, 该模型使用并行状态对每个单词进行建

模, 通过消息传递机制不断更新状态值. 与 DAG-LSTM
相比, 该模型具有几个优势. 首先, 它不会改变输入图

的结构, 因此不会丢失任何信息. 例如, 在计算节点的

上下文向量时, 它可以很容易地合并同级信息. 其次,
它具有更好的并行性.

现有的文档级关系抽取方法大多是使用基于图的

神经模型, 将单词作为节点, 将边缘作为它们之间的关

系, 来编码句子之间的关系. 这些模型大多是基于节点

的, 然而实体间的关系可以通过节点之间的路径形成

的唯一的边表示来得到更好的表达. 因此, 在 Verga等
人[35]提出的双仿射关系注意力模型基础上, Christopoulou
等人[36]提出了一种用于文档级关系提取的面向边的

图神经网络模型. 该模型利用不同类型的节点和边来

构建异质图, 同时利用图边上的推理机制, 使用多实例

学习来对句内和句间关系进行建模. 这是第 1次将面向

边的模型用于文档级关系抽取的方法. 实验结果表明,
所提出的异质图可以有效地编码实体之间的依赖关系.

文档级关系抽取模型一般使用通用多跳卷积神经

网络对实体对之间的关系的推理方法进行隐式的建模.
Xu等人[37]于 2021年提出了一个新颖的判断推理框架

(HeterGSAN) 来显式地对这些推理方法进行建模, 并
提取出它们的推理路径. 该框架通过引入判别推理神

经网络、基于构建的异构图和向量化的源实文档, 对
推理路径进行建模, 从而通过分类器实现关系识别. 这
是首次通过显式建模不同的推理方法来增强文档级关

系抽取的性能. 该框架在大规模 DocRE数据集上的实

验结果表明了有效性. 文档级关系抽取方法比较见表 4.
 
 

表 4    文档级关系抽取方法比较
 

模型 数据集 F1 (%) 特点

GraphLSTM GENIA 35.8 适用于跨句n元关系抽取, 并具有能整合句内和句间的关系的能力

GCNN CHR 87.5 对文档进行图构建, 使用带标签的GCN去单独学习不同类型边的图

EoG CDR 63.6 以异质图的方式组织数据, 通过构建实体节点之间边的表示判断实体关系

GCGCN DocRED 56.67 引入了全局上下文增强GCN来建模, 利用远程监督数据集来预训练模型

GAIN DocRED 55.08 提出了一种以双图为特征的图聚合推理网络

GEDA DocRED 55.74 引入了从句子到关系S2R和从关系到句子R2S的双向注意力机制

HeterGSAN DocRED 60.18 重构了路径依赖关系, 并更加关注对具有关系的实体对进行编码

DRN DocRED 61.39 对路径进行重构, 解决泛化性
 
 

3.3   实体关系联合抽取方法

上述方法主要侧重于在预先给定实体的情况下从

文本中抽取关系. 然而, 从知识图谱构建的角度来看,
我们仍然需要先从文本中识别或抽取实体. 大多早期

的方法, 通常采用流水式抽取 (pipeline)[38,39], 逐步抽取

实体及其关系. 但是, 这种方法会存在错误传播的问题.
因此, 学者们开始提出联合抽取[40]的方法, 这种方法假

设实体抽取和关系抽取两个任务是相关联的, 并且可

以相互促进. 有依靠 NLP 工具进行特征工程以进行联

合提取[41], 也有应用神经网络联合提取实体和关系[42].

然而, 当句子中存在多个不同的实体关系组时, 这些方

法的效果并不是很好.
Zheng 等人[43]提出了将实体关系联合抽取视为一

个标记问题, 使用 BIO对序列进行标注, 并基于这些标

注可以输出用于实体关系抽取任务所需的三元组. 其
中, 定义的标注的总数为 N=2×4×|R|+1, |R|表示定义关

系的数量.
为了解决关系重叠和实体重叠的问题, Fu 等人[44]

提出了一种采用图卷积网络联合学习命名实体和关系

的端到端关系提取模型 GraphRel. 该模型使用关系加
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权 GCN来考虑命名实体和关系的相互作用, 以改进关

系提取. 除了使用完整的词图来提取文本中所有词对

之间的隐式特征外, 还使用线性和依赖结构来提取文

本的顺序特征和局部特征. 在 NYT 和 WebNLG 两个

数据集上的测试表明, GraphRel 在保持较高准确率的

同时, 显著提高了召回率.
Sun 等人[45]提出了一种新的实体关系联合抽取任

务的范式 (图 5). 它首先识别实体跨度, 然后对实体类

型和关系类型进行联合推理. 并为了解决联合抽取任

务, 提出了一种新的运行在实体关系二分图上的图卷

积网络. 通过引入二元关系分类任务[46], 能够更有效地

利用实体关系二分图的结构. 在 ACE2005上的实验表

明, 该模型在实体抽取性能方面和关系抽取性能方面

都实现了可观的效果.
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图 5    Sun等人[45]提出的模型

 

Yuan 等人[47]提出了一种基于边缘增强图对齐网

络 (EGAN) 和词对关系标签 (WPRT) 的多模态实体关

系联合抽取方法. EGAN 通过增强图的边缘表示来提

高图的对齐能力, 以更好地捕捉跨模态的信息. EGAN
采用自注意力机制来计算每个节点的自注意力向量,
并将这些向量作为输入, 通过循环神经网络进行更新,
以生成每个节点的最终表示. WPRT 通过为每个词对

定义一组关系标签, 以对词之间的关系进行建模. WPRT
使用双向长短期记忆网络 (BiLSTM) 来预测两个词之

间的关系, 并使用交叉熵损失函数进行优化. 此外, 该
方法还引入了一个双向条件随机场模型 (BiCRF), 用于

进一步约束词对之间的关系. 该方法在多个公开数据

集上进行了实验验证, 结果表明该方法能够有效地进

行多模态实体关系联合抽取方法. 

3.4   基于图神经网络的关系抽取方法的应用

基于图神经网络的关系抽取方法具有广泛的应用

领域和重要的理论价值, 其中最为重要的应用领域是

自然语言处理、信息检索、问答系统和生物信息学等.
在自然语言处理领域中, 关系抽取任务是抽取文

本中实体之间的关系, 这对于后续的知识推理、问答系

统等任务非常重要. 基于图神经网络的关系抽取方法

可以利用实体和关系构成的图结构, 学习实体的表示向

量, 从而识别出文本中的命名实体和实体之间的关系.
在信息检索领域中, 基于图神经网络的关系抽取

方法可以用于信息检索任务, 通过抽取文本中的实体

和关系信息, 构建知识图谱, 从而提供更加准确和智能

的信息检索服务.
在问答系统领域中, 问答系统需要在大量信息中

快速准确地找到答案. 基于图神经网络的关系抽取方

法可以用于构建知识图谱, 提供实体和关系的语义信

息, 从而支持问答系统的实现.
在生物信息学领域中, 涉及了大量的生物实体和

关系, 基于图神经网络的关系抽取方法可以用于抽取

生物实体之间的关系, 为后续的生物医学研究和疾病

诊断等任务提供支持.
此外, 基于图神经网络的关系抽取方法还可以应

用于社会网络分析、金融领域中的风险管理、电子商

务中的产品推荐等领域. 

4   总结与展望

依赖于图神经网络的优势, 关系抽取方法的研究

于近几年得到广泛关注和飞速发展, 关系抽取的模型
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也得到不断完善和性能上的提升, 并逐步走向各个领

域的实际应用场景中, 实现预测、推理等功能. 该方法

将关系抽取任务转化为图神经网络模型进行处理, 利
用图神经网络强大的图表示学习和节点表示学习能力,
自动从文本中提取出实体之间的关系. 相较于传统方

法, 在效率上、准确性上都得到了较大的发展.
基于图神经网络的关系抽取方法的一般流程如下:

(1)将文本中的实体和关系转化为图: 将文本中的实体

和关系转化为图, 其中实体和关系作为图的节点, 实体

之间的关系作为图的边. (2) 利用图神经网络进行图表

示学习: 将上一步生成的图输入到图神经网络模型中

进行表示学习, 图神经网络通过对节点和边的交互计

算, 学习出每个节点的表示向量. (3) 根据节点表示进

行关系抽取: 根据上一步学习出的节点表示, 通过一定

的判别模型, 如分类器、回归器等, 对节点之间的关系

进行判断和抽取.
该类方法的主要优点包括: (1) 自动性强: 基于图

神经网络的关系抽取方法可以自动从文本中提取出实

体之间的关系, 不需要人工干预. (2) 处理复杂关系能

力强: 图神经网络可以对复杂的关系进行建模和处理,
能够处理多种类型的关系. (3) 性能优越: 图神经网络

在进行表示学习和关系抽取时, 可以充分利用数据的

结构信息, 相比传统的关系抽取方法, 具有更好的性能

和准确率.
然而, 基于图神经网络的关系抽取方法也存在一

些挑战和问题. 第一, 从早期的模式匹配到现有的神经

网络模型, 关系抽取方法已经取得重大进展. 随着“信
息爆炸”的出现, 人类的知识数量正在以指数型增长,
这也对关系抽取方法提出了新的要求. 我们需要一个

能够稳健地利用更多信息, 有效地学习更多、更复杂

的关系, 并能灵活、方便地运用到更开放的领域中, 更
复杂和精细的图神经网络模型来建模不同类型的关系.

第二, 在数据集方面, 关系抽取方面的面向领域的

标注数据相对较少, 这使得模型训练的样本有限, 实体

和关系之间的连接可能稀疏, 容易导致过拟合, 影响模

型的泛化能力. 正负样本之间也存在严重的不平衡问题,
会影响模型的分类性能. 且由于语言本身以及不同领域

之间的多样性和复杂性, 标注数据的质量也难以保证.
第三, 不同的数据集和任务之间可能具有不同的特

点和结构, 如何设计一个通用的图神经网络架构以适应

不同的数据集和任务也是一个挑战. 此外, 如何将图神

经网络与其他类型的关系抽取方法 (如基于规则的方

法、模板匹配方法等)相结合也是一个重要的研究方向.
相信随着对图神经网络这一领域更加深入的研究

与探索, 关系抽取的发展将会得到质的飞跃, 人工智能

领域的版图也将得到更大扩展.
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